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REsumo

Este trabalho compara diversas técnicas de Recuperacao de Informacao para imple-
mentar um software que facilite o trabalho de analistas de suporte de Tecnologias de
Informacédo. Tal software deve permitir o facil acesso as acdes remediativas utilizadas
no passado, por meio da busca por chamados de suporte similares a um novo chamado
recebido. A pesquisa foi executada na empresa Skaylink, a partir de uma base de
dados da propria empresa onde sao descritos chamados de suporte ja finalizados.
Foram comparadas onze técnicas de Recuperacao de Informacao, incluindo diversas
abordagens e abrangendo desde técnicas classicas até o estado da arte em pesquisa.
Identificou-se que o melhor resultado foi obtido com a técnica Sentence-BERT, na sua
variacao multi-idioma distiluse-base-multilingual-cased-v1, onde 78,7% das recomenda-
cOes realizadas pelo modelo foram consideradas relevantes. Além disso, este trabalho
disponibilizou de forma gratuita e irrestrita o conjunto de dados utilizado, descreveu
em detalhes a implementacao de cada técnica e explorou as condicées que afetam os
resultados de cada modelo. Por fim, este estudo demonstrou a praticabilidade de um
sistema de recuperacédo de chamados de suporte ao implementar um protétipo viavel
minimo.

Palavras-chave: Recuperacao de Informacgéo. Aprendizado de Maquina. Processa-
mento de Linguagem Natural. Chamados de suporte. Tecnologias de Informacao.



ABSTRACT

This work compares several Information Retrieval techniques to implement a software
that facilitates the work of Information Technology support analysts. Such software
should allow easy access to corrective actions used in the past by searching for support
tickets similar to a new incoming ticket. The research was carried out at the company
Skaylink, using a company’s own database that describes support calls that have already
been finalized. Eleven Information Retrieval techniques were compared, including
several approaches and ranging from classic methods to state of the art research. The
best results were obtained with the Sentence-BERT technique, in its multi-language
variation distilluse-base-multilingual-cased-v1, where 78.7% of the recommendations
made by the model were considered relevant. Furthermore, this work made the dataset
used freely and completely available. It also described in detail the implementation
of each technique and explored the conditions affecting the results of each model.
Finaly,this study demonstrated the practicality of a support ticket recovery system by
implementing a minimal viable prototype.

Keywords: Information Retrieval. Machine Learning. Natural Language Processing.
Support Tickets. Information Technologies.
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1 INTRODUCAO

As Tecnologias de Informacéo (Tl) ja se tornaram parte do cotidiano das
pessoas, as quais se mostram cada vez mais dependentes delas, seja para fins
educacionais, sociais, econémicos ou profissionais (STAIR; REYNOLDS, 2009). De
certa forma, espera-se que os recursos tecnoldgicos "simplesmente funcionem" e
estejam disponiveis o tempo inteiro, de forma que indisponibilidades ou problemas
nesses recursos tecnoldgicos acabam gerando disrupcao na rotina.

Dentro do ambito empresarial/institucional, as chamadas "equipes de su-
porte de TI” sdo as responsaveis pelo funcionamento adequado de recursos de Tl
(AL-HAWARI; BARHAM, 2021). Quando um usuario enfrenta algum problema com
recursos de TI, ele descreve o seu problema abrindo um chamado de suporte em um
sistema de gerenciamento. Entdo, um Analista de Tl fica responséavel por resolver o
problema, comunicar-se com o usuario e registrar no sistema de gerenciamento quais
aclOes foram realizadas para resolver o problema (ZHOU et al., 2016).

O conhecimento acumulado nessas bases de dados é um ativo valioso para
as empresas, pois pode ser usado para melhorar o uso de tecnologias digitais dentro
da empresa. Porém, buscar essas informagdes nas bases de dados dos sistemas
de gerenciamento é tecnicamente complicado e demorado (FIALHO, 2006). Além
disso, Silva e Vasconcelos (2020) apontam que as equipes de suporte de Tl também
enfrentam problemas como a sobrecarga de chamados, rotatividade das equipes, uso
de ferramentas tecnoldgicas inadequadas e/ou ultrapassadas, falta de mao de obra
qualificada, entre outros, dificultando ainda mais a utilizacdo dessas bases de dados.

Uma area de conhecimento que pode facilitar o uso dessas bases € a de
Recuperacao de Informacéao (RI), cujo objetivo € encontrar documentos de natureza
nao-estruturada (geralmente texto) que satisfaca uma necessidade de informacao, a
partir de uma grande colecao de materiais (geralmente armazenada em computadores)
(MANNING; RAGHAVAN; SCHUTZE, 2008). Tais técnicas podem permitir a busca por
chamados de suporte na base de dados, facilitando ao analista de Tl encontrar as
informacdes necessarias para resolver um novo chamado (MUNI et al., 2017).

Nesse contexto, esta pesquisa compara diversas técnicas de Rl para im-
plementar um software que facilite o trabalho de analistas de suporte. Tal software
deve permitir o facil acesso as acdes remediativas aplicadas a chamados similares
anteriores, o que Muni et al. (2017) apontam que pode economizar muito esfor¢o do
analista e, dessa forma, aprimorar consideravelmente o servigo prestado pelas equipes
de TI. O projeto foi realizado na empresa Skaylink, a partir de uma base de dados da
propria empresa onde sdo descritos chamados de suportes ja realizados e indicadas
as solucdes aplicadas a esses chamados.
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1.1 Justificativa

O servico de suporte de Tl é fundamental para empresas que dependem
de recursos de Tl, e a velocidade de resolucao de chamados impacta diretamente os
usuarios (ZAIDI et al., 2021). Portanto, € importante que qualquer software utilizado na
resolucdo de chamados seja devidamente desenvolvido e testado, de forma que o seu
uso seja de real utilidade para os analistas.

Manning, Raghavan e Schiitze (2008) analisam que a area de Recuperacao
de Informacéo "se desenvolveu como uma disciplina altamente empirica, e requer cui-
dadosa e bem pensada avaliagéo para demostrar a performance superior de uma nova
técnica para uma certa colecdo de documentos" (MANNING; RAGHAVAN; SCHUTZE,
2008, p. 139, tradugao nossa). Dessa forma, a relevancia deste trabalho esta em
viabilizar a implementacdo de um software que atenda, de forma satisfatoria, o analista
de suporte, por consequéncia, melhorando o servigo prestado aos usuarios de TI.

1.2 Definicao do Problema

Muitos chamados possuem resolucao idéntica, de forma que basta ao ana-
lista identificar se um problema similar ja foi resolvido no passado (MUNI et al., 2017).
Para isso, o0 analista pode perguntar a colegas, ler historicos de conversas, buscar dire-
tamente na base de chamados ja resolvidos, entre outros. Tal processo pode consumir
muito tempo do analista, atrasando a resolu¢ao do problema e prejudicando o usuario.

A técnica mais adequada para facilitar esse processo é aquela que permita
ao analista encontrar rapidamente informacao que possa ser usada para resolver um
novo chamado. Dessa maneira, a questao-problema que orienta este Trabalho de
Conclusao de Curso é: qual a técnica mais adequada para implementar um sistema
que busque por chamados de suporte passados, 0s quais sejam similares a um novo
chamado de suporte recebido?

1.3 Objetivo Geral

Comparar técnicas de Recuperacao de Informagéo para buscar por chama-
dos de suporte similares a um novo chamado recebido, facilitando assim o trabalho de
analistas de suporte.

1.4 Objetivos Especificos

Para alcancar o objetivo geral, foram tragcados os seguintes objetivos especi-
ficos:

a) entender as técnicas de Recuperacao de Informacao aplicaveis ao domi-
nio do problema;
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b) escolher e implementar técnicas para resolver o problema;
c) definir a metodologia para comparar diferentes solugdes para o problema;

d) utilizar a base de dados da Skaylink para avaliar as diferentes solu¢des
para o problema;

e) implementar um software prot6tipo com a melhor técnica;

f) testar o protdtipo em condicdes reais e avaliar se esse auxilia na resolu-
cdo de chamados de suporte.

1.5 Estrutura do Trabalho

Este trabalho esta estruturado em cinco capitulos, sendo o primeiro deles
o da introducédo, onde é apresentado o tema da pesquisa e 0s principais conceitos
associados ao dominio do problema, bem como os objetivos e a relevancia do trabalho.
Em seguida, inicia-se a Fundamentacéao Tedrica, necessaria para a escolha e imple-
mentagdo das técnicas utilizadas durante o desenvolvimento. No capitulo 3, é exposta
a metodologia utilizada, a qual precede o capitulo dos resultados obtidos e, por fim,
sdo apresentadas as consideragdes finais.
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2 FUNDAMENTACAO TEORICA

Para a melhor compreensao desta pesquisa, o capitulo da Fundamentacao
Tedrica foi dividido em tépicos e subtdpicos referentes a area de conhecimento em que
o estudo se insere, as técnicas utilizadas, e as publicacdes utilizadas como referéncia
para a implementacgao pratica do sistema.

2.1 Recuperacao da Informacao

A Recuperacao da Informacao (RI) € uma éarea interdisciplinar que tem por
objetivos "encontrar materiais (geralmente documentos) de natureza nao-estruturada
(geralmente texto) que satisfaca uma necessidade de informacao a partir de uma larga
colecao de documentos (geralmente armazenada em computadores)" (MANNING;
RAGHAVAN; SCHUTZE, 2008, pg. 1,traducdo nossa)

Singhal (2001) aponta que os primeiros sistemas eram baseados em con-
sultados boleanas, onde o usuario expressava sua necessidade de informagao por
meio de complexas combinagdes de palavras com operadores ldgicos AND, OR e
NOT. Esses sistemas evoluiram para lidar com consultas em linguagem natural, onde o
usuario brevemente descreve a informacao que esta buscando, ao ponto de se torna-
rem a principal forma de acessar informacao (principalmente na internet) (MANNING;
RAGHAVAN; SCHUTZE, 2008).

Além da area de RI propriamente dita, existem diversos outros ramos de
estudo que convergem para objetivos similares: Sistemas de Recomendacao Baseados
em Conteudo (que tém por objetivo recomendar materiais baseado nas caracteristicas
do material e das preferéncias do usuario) (RICCI et al., 2011), Semantic Text Simi-
larity (que objetiva determinar o grau de similaridade entre duas frases (REIMERS;
GUREVYCH, 2019)), entre outros. Ao longo deste trabalho, utiliza-se a nomenclatura
usual da area de RI, com menc¢des a outras areas quando necessario.

Por ser uma area que se estuda desde a década de 50, ha diversos modelos
para implementar sistemas de RI, sendo os princiais: modelo de espaco vetorial, modelo
probabilistico e modelo de inferéncia em rede (SINGHAL, 2001).

2.1.1  Modelo de espaco vetorial

O modelo de espaco vetorial representa documentos como vetores em um
espaco vetorial comum (MANNING; RAGHAVAN; SCHUTZE, 2008). Tradicionalmente,
palavras séo utilizadas como dimensdes independentes desse espaco, de forma que
documentos sao representados por vetores esparsos com muitas dimensoes (SINGHAL,
2001). Entretanto, técnicas mais recentes utilizam representacées densas, também
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chamadas de word embedding, cujas dimenséo desse espaco vetorial ndo possuem
uma interpretacao clara (MIKOLQV et al., 2013).

Segundo Mulsa e Spanakis (2020), o vector que representa cada palavra
pode ser calculado apenas a partir da palavra em si (sendo, portanto, ndo-contextual),
ou ser calculado considerando as demais palavras que a circundam no documento
em analise (as chamadas representacdes contextuais). As técnicas do segundo tipo
costumam levar a resultados melhores, sendo amplamente usadas em aplicagdes reais.

Quanto ao idioma, as representagbes podem ser uni-idioma ou multi-idioma.
No segundo caso, os word embedding da mesma palavra em diversos idiomas séao
todos alinhados, ou seja, significados similares sdo mapeados proximos no espaco
vetorial (REIMERS; GUREVYCH, 2020).

O modelo de espaco vetorial faz parte de um conjunto de métodos conhe-
cidos como representacionais (também conhecidos como latent semantic models, ou
ainda distributional semantic models), em oposicdo a métodos interativos (também
conhecidos como cross-encoding models) (GUO et al., 2020). Enquanto no primeiro
€ gerado um vetor, o segundo compara textos um a um. Métodos interativos impli-
cam claramente em uma dificuldade de operacionalizar o sistema, pois 0 numero de
comparagdes que devem ser realizadas cresce de forma fatorial com o numero de
documentos a serem comparados.

2.1.2 Medidas de similaridade

Por se tratarem de vetores, as representacdes podem ser comparadas com
medidas tradicionais de distancia ou de similaridade. A premissa fundamental dessa
comparacgao € a de que a proximidade de dois pontos nesse espaco esta relacio-
nada com a similaridade seméantica dos dois documentos (MANNING; RAGHAVAN;
SCHUTZE, 2008) e, portanto, a tarefa de recuperar informacéo se resume a buscar
pontos préximos no espaco vetorial formado pelos embeddings.

A métrica mais usual para comparar embeddings € a Similaridade do Cos-
seno, Equacéo 1, que possui a desejavel propriedade de apenas produzir valores entre
0e 1 (MITKQV, 2003).

A-B

Similaridade do Cosseno(A, B) = TA[B] (1)

Quando as dimensdes do vetor ndo sao ponderadas (isto é, sdo apenas
valores 0 ou 1, verdadeiro ou falso), € comum utilizar a métrica de Similaridade de
Jaccard (MITKOV, 2003) Dados dois conjuntos, A e B, essa métrica é calculada pela
Equacéo 2.
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Similaridade de Jaccard(A, B) = :28 g: (2)

2.1.3 Anotacao de dados

Elaborar conjuntos de dados apropriados para tarefas de Rl é desafiador,
tanto pela subjetividade de julgar a relevancia de documentos quanto pela dificuldade
de o pesquisador se lembrar de todos os documentos de uma colegao que poderiam
ser relevantes para uma certa necessidade de informacao.

Manning, Raghavan e Schitze (2008) sugerem a solucao de pooling: ana-
lisar os possiveis documentos relevantes apenas em um pequeno subconjunto da
colecao inteira. Tal conjunto deve ser obtido por meio de algum método predefinido,
como a utilizacdo de um sistema de Rl ja existente, e que se deseja aprimorar.

Outra possibilidade é anotar apenas pares de sentencas (REIMERS; GU-
REVYCH, 2019). Nessa técnica, o conjunto de dados consiste apenas de documentos
tomados dois a dois, e de um julgamento do pesquisador de quéo similares os dois
documentos séo (ou, de forma analoga, quao relevante um documento é para o outro).

Independente das técnicas utilizadas para facilitar a compilagédo de um con-
junto de dados, Manning, Raghavan e Schitze (2008) apontam que "50 necessidades
de informagéao tém sido usualmente consideradas suficientes" (MANNING; RAGHAVAN;
SCHUTZE, 2008, pg. 140, traducdo nossa).

2.1.4 Métricas de avaliacao

De posse de um conjunto de dados anotados, € possivel avaliar a qualidade
de um sistema de RI utilizando métricas padronizadas. Tais métricas se dividem em
dois grupos principais: ndo-ranqueadas e ranqueadas.

Métricas ndo-ranqueadas ndo levam em consideragao a ordem das recomen-
dacdes (BAI et al., 2019). As mais utilizadas s&o Precisdo (Equacao 3) e Revocacao
(Equacéo 4)

Precisio = N? de itens relevantes recomendados 3)
- N? total de itens recomendados

N? de itens relevantes recomendados

Revocacao = -
¢ N? total de itens relevantes

(4)

Ja as métricas ranqueadas consideram a ordenagao dos resultados (BAI et
al., 2019), de forma que um documento muito relevante deve aparecer primeiro nos
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resultados, enquanto documentos parcialmente relevantes devem aparecer por ultimo.
Tais métricas sdo mais complexas de serem implementadas e interpretadas, e nao
serdo mais abordadas no decorrer deste trabalho.

2.2 Aprendizado de Maquina

As técnicas de Aprendizado de Maquina permitem construir um modelo para
previsdo de uma saida baseada em uma ou mais entradas utilizando dados histéricos,
qgue representem instancias do problema (FACELI et al., 2011).

2.2.1 Tipos de aprendizado

As técnicas de Aprendizado de Maquina podem ser divididas em diversas ca-
tegorias, sendo que as principais delas sao Aprendizado Supervisionado, Aprendizado
Nao-supervisionado e Aprendizado Auto-supervisionado (CHOLLET, 2017).

2.2.1.1 Supervisionado

O aprendizado supervisionado consiste em mapear dados de entrada para
uma saida conhecida, a partir de um conjunto de exemplos elaborados por humanos
(CHOLLET, 2017). Essa saida pode ser um valor continuo (nesse caso, o problema
€ chamado de regressao) ou categorico (os chamados problemas de classificacao)
(RUSSELL; NORVIG, 2010).

2.2.1.2 N&o-supervisionado

No aprendizado n&o-supervisionado nao ha um conjunto de exemplo elabo-
rado por humanos (FACELI et al., 2011). Ou seja, nao ha um atributo-alvo a ser mape-
ado, e o objetivo € identificar padrées nos dados. Essas técnicas nao requerem grande
conhecimento prévio sobre o problema, e permitem inferir padrdes naturais (livres de
tendéncias do pesquisador). Dentre os varios tipos de problemas nao-supervisionados,
os mais utilizados sao os de clusterizacao e de reducéao de dimensionalidade (FACELI
etal., 2011).

2.2.1.3 Auto-supervisionado

O aprendizado auto-supervisionado ndo possui exemplos elaborados por
humanos, mas possui um atributo alvo (CHOLLET, 2017). Ou seja, pode-se pensar
como sendo um aprendizado supervisionado, porém sem seres humanos. O atributo
alvo é gerado pelos proprios dados, usualmente utilizando algum algoritmos heuristico,
por exemplo: prever o proximo frame de um video, a proxima palavra de um texto, entre
outros (CHOLLET, 2017).
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2.2.2 Redes Neurais

Redes Neurais Artificiais (RNA) sdo um conjunto de modelos computacionais
gque tomam como inspiragao a estrutura e o funcionamento do sistema nervoso (FACELI
et al., 2011). Os primeiros estudos na area datam de 1943, com McCulloch e Pitts,
gue propuseram um modelo matematico de um neurénio (FACELI et al., 2011). Chollet
(2017) aponta que modelos atuais de RNAs sao muito diferentes das primeiras redes
neurais, com uma grande variedade de tipos de neurdnios, tipos de interconexdes entre
neurdnios, algoritmos de aprendizado, entre outros.

2.2.2.1 Arquitetura Multilayer-Perceptron

Uma das possiveis arquiteturas € a chamada Multilayer-Perceptron. Tal
rede é composta por diversos "neurdnios artificiais" interconectados, sendo que cada
neurdnio implementa a fungdo da Equacgao 5, onde y é a saida do neurdnios, f uma
funcao nao linear (chamada usualmente de funcao de ativacao), w, o viés, X o vetor
de entrada, e W o vetor de pesos da rede neural (FACELI et al., 2011). O processo
de ajustar os valores de W para obter o comportamento desejado é chamado de
treinamento.

y = f(wo + XTW) (9)

As saidas dos neurdnios formam as entradas de outros neurénios, que
estdo organizados em camadas, e as camadas intermediarias sdo chamadas de
camadas ocultas (FACELI et al., 2011). A Figura 1 ilustra uma Multilayer-Perceptron
com duas entradas, duas camadas ocultas, e dois neurdnios de saida, treinada para
diferenciar as amostras do tipo A (representadas por tridngulos) das amostras do tipo B
(representadas por circulos), e que a cada camada adquire uma melhor capacidade de
diferenciagéo.

Russell e Norvig (2010) apontam que "com uma unica, suficientemente
grande camada oculta, é possivel representar qualquer fungédo continua da entrada

com precisao arbitraria; com duas camadas ocultas, até funcdes descontinuas podem
ser representadas”" (RUSSELL; NORVIG, 2010, p. 732, traducao nossa).
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Figura 1 — llustracdo de uma rede Multilayer-Perceptron
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Fonte: Faceli et al. (2011).

2.2.2.2 Arquitetura Transformer

Outra arquitetura muito utilizada é a chamada Transformer, que difere da
Multilayer-Perceptron devido a duas ideias principais: uma organizagéo de codificadora-
decodificadora e um mecanismo de Auto-Atencao. Dessa forma, a rede Transformer
consegue lidar de forma efetiva com entradas e saidas de tamanho variavel, como, por
exemplo, quando se deseja traduzir uma frase em portugués para uma frase em inglés
(VASWANI et al., 2017).

As redes neurais organizadas na forma de codificadora-decodificadora pos-
suem as suas camadas claramente divididas entre uma por¢ao codificadora (que
converte a entrada de tamanho variavel em um vetor de tamanho fixo) e uma porcéao de-
codificadora (que converte o vetor de tamanho fixo em uma saida de tamanho variavel)
(KAMATH; GRAHAM; EMARA, 2022).

O mecanismo de atengao funciona como um pequeno sistema de recupe-
racdo de informacao de curto prazo, armazenando as informacdes vistas até agora
no texto colocado na entrada da rede neural. Dada uma Consulta (uma palavra sobre
a qual a rede precisa de mais informagdes, por exemplo), 0 mecanismo procura por
Valores (palavras passadas armazenadas), que sao representados por seus vetores de
Chave, retornando uma saida que contem a informacéo contextual desejada (Figura
2) (KAMATH; GRAHAM; EMARA, 2022). Uma variagdo desse mecanismo, chamada
de Auto-Atencéo, elabora as Consultas, Valores e Chaves a partir do proprio texto
de entrada, aprendendo a gerar suas representacdes automaticamente (KAMATH;
GRAHAM; EMARA, 2022). Nessa variagao, os vetores Consulta, Valor e Chave séao
obtidos por meio da multiplicagao dos vetores embeddings de entrada com matrizes
Waq, Wy, e Wk, treinadas de forma conjunta com a rede Transformer de forma analoga
aos neurbnios da rede perceptron (KAMATH; GRAHAM; EMARA, 2022).
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Figura 2 — Mecanismo de atencéo
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Fonte: Adaptado de Kamath, Graham e Emara (2022).

Chaves Consulta

A arquitetura Transformer utiliza 6 codificadores e 6 decodificadores em para-
lelo (Figura 3), cada um com os seus mecanismos proprios de Auto-Atencao (VASWANI
et al., 2017). Além disso, Kamath, Graham e Emara (2022) apontam que a arquitetura
utiliza diversos "truques" para aumentar a sua capacidade de aprendizado, entre eles:
o0 mecanismo de Auto-Atencao é repetido 8 vezes para cada sequéncia, sendo assim
chamado de Auto-Atencao de Multiplas Cabecas; as Conexdes Residuais formam um
caminho alternativo para cada vetor, "curto-circuitando" as representagdes e facilitando
o treinamento; as camadas de normalizagdo garantem que cada vetor possui média
zero e variancia um, com 0 mesmo objetivo; camadas Perceptron sao intercaladas com
0 mecanismo de Auto-Atencao; a camada linear expande as representacoes vetoriais
densas para o numero de palavras do diciondrio (as palavras da lingua portuguesa, por
exemplo); a camada softmax gera uma distribuicao probabilistica (qual é a proxima
palavra mais provavel, na sequéncia de saida); por fim, as préprias saidas produzidas
a cada iteragcdo sdo colocadas novamente na entrada do decodificador, gerando uma
recursao.
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Figura 3 — Arquitetura Transformers

Saidas

~

-
S0ma e norm.

Perceptron

e ] Soma e norm.
50ma e norm. =
Atengao de Bx

Perceptron mult. cabecas

2
—
50Ma & NOMMN. je—

6x| 1 Sema e norm. J Atencao de
Atencdo de mult. cabecas
mult. cabecas mascarada
L - 1
. ~ L. _J_J
Encoding o~ g Encoding
posicional posicional
Input Qutput
Embedding Embedding
Entradas Saidas

(deslocadas para a direita)

Fonte: Adaptado de Vaswani et al. (2017).

2223 Large Language Models

A arquitetura Transformer é mais rapida do que arquiteturas utilizadas an-
teriormente, facilitando o treinamento em conjuntos de dados maiores (KAMATH;
GRAHAM; EMARA, 2022). Tal inovagao permitiu o treinamento de modelos utilizando
corpos de texto gigantescos, como, por exemplo, todos os livros ja escritos ou quase
todo o conteudo publico da internet (KAMATH; GRAHAM; EMARA, 2022). Para isso, €
necessario utilizar técnicas de aprendizado auto-supervisionado, pois esses conjuntos
nao possuem um atributo de saida definido por humanos.

Os chamados Large Language Models sao redes neurais treinadas de
forma auto-supervisionada em grandes conjuntos de dados (KAMATH; GRAHAM,;
EMARA, 2022). Uma vez treinados, esses modelos "aprendem o idioma" e podem ser
reutilizados com muita facilidade, adicionando uma nova camada de neurénios a sua
saida e brevemente treinando apenas a camada adicionada (DEVLIN et al., 2019).
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2.3 Técnicas de Recuperacao de Informacao

Manning, Raghavan e Schitze (2008) apontam que diversas técnicas podem
ser utilizadas para implementar sistemas de RI, cada uma com os seus pontos fortes e
pontos fracos.

2.3.1 Sistemas especialistas

Os sistemas especialistas sao construidos com a ajuda de entendedores do
dominio do problema, desenvolvendo programas que incorporam o seu conhecimento
(LIU; GEGOV; COCEA, 2016). O programa pode ser total ou parcialmente aprendido a
partir dos dados, por meio da induc¢ao de regras ou, entédo, definido manualmente pelo
especialista (LIU; GEGOV; COCEA, 2016).

2.3.2 Term Frequency - Inverse Document Frequency (TF-IDF)

A técnica de TF-IDF permite gerar uma representacao vetorial para um do-
cumento de texto, onde cada posicao de vetor corresponde a uma palavra do conjunto
de palavras conhecidas. O valor de cada termo t no documento d é calculado conside-
rando quantas vezes t aparece em d, ponderado pelo numero de outros documentos
nos quais t também aparece, de forma que palavras muito frequentes automaticamente
recebem um peso menor. Formalmente, o peso de cada posicao do vetor € dado
pela Equacgédo 6, onde ff;5 € o nimero de ocorréncia de t em d,N & o nimero de
documentos na colegéo e dfy; € o nimero de documentos em que o termo t aparece
(MITKOV, 2003).

N
TF-'DF(Ld) = tf(t’f) * |Og10 (dT(t)) (6)

2.3.3 BM25

A técnicas de Okapi BM25 Weighting Scheme, usualmente conhecida ape-
nas por BM25, utiliza métodos probabilisticos para ordenar os documentos a serem
recuperados, a partir dos valores de Term Frequency e Inverse Document Frequency.
Tal como a técnica original de TF-IDF, a BM25 n&o considera a ordenacao das palavras
na frase, apenas a sua presenca no documento (MANNING; RAGHAVAN; SCHUTZE,
2008).

2.3.4 Latent Dirichlet Allocation (LDA)

A técnica de LDA também possui origem probabilistica, mas nao utiliza
a técnica de TF-IDF. Ao invés disso, LDA pode ser entendido como uma forma de
clusterizagcdo nao-exclusiva (quando uma determinada amostra pode pertencer a mais
de um cluster, com diferentes graus de pertencimento a cada um), onde cada cluster
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representa um tdpico/assunto que foi identificado na colecao de documentos. O vetor
formado pelo grau de pertencimento de um documento para com cada cluster pode ser
utlizado para fins de recuperacao de informacéo, de maneira similar ao vetor de TF-IDF
(MANNING; RAGHAVAN; SCHUTZE, 2008).

2.3.5 Word2vec e derivados

Word2vec é uma técnica baseada em redes neurais, que tem por objetivo
aprender de forma nao-supervisionada um embedding para cada palavra. A tarefa
utilizada para treinar a rede consiste em prever a préxima palavra em uma frase, e a
rede neural consiste de apenas uma camada percetron (MIKOLOV et al., 2013).

Uma das variacdes dessa rede é chamada de Doc2vec, que leva em con-
sideragao o documento inteiro ao calcular o embedding de uma palavra (DELUCIA;
MOORE, 2020). Dessa forma, Doc2vec passa a ser considerada uma representacao
contextual, enquanto word2vec € ndo-contextual.

2.3.6 Bidirectional Encoder Representations from Transformers (BERT) e derivados

A rede neural BERT utiliza a arquitetura transformer, porém com modifica-
cbdes que a tornam mais facil de ser adaptada para diversas tarefas ap6s sua etapa
inicial de treinamento nao-supervisionado. BERT utiliza apenas a parte codificadora
da rede transformer, gerando 3 vetores para cada palavra do texto (e adicionalmente
3 vetores para o texto como um todo): token embedding (referente apenas a palavra,
portanto ndo-contextual), segment embedding (referente a funcao da palavra na frase,
portanto contextual) e position embedding (referéncia apenas a posi¢cao da palavra na
frase) (KAMATH; GRAHAM; EMARA, 2022), conforme ilustrado no exemplo da Figura
4.

Figura 4 — Embeddings gerados pela rede BERT para uma frase ilustrativa
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Fonte: Adaptado de Devlin et al. (2019)

A versao mais utilizada da rede BERT, chamada de BERT-Base, utiliza 12
conjuntos de codificadores Transformer, cujas saidas sdo um vetor de tamanho fixo
com 768 posicoes, e cada um possuindo 12 cabecas de Auto-Atencao. A etapa nao-
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supervisionada do treinamento é utilizada combinando duas tarefas: prever uma palavra
que foi ocultada da frase (de forma similar & word2vec) e prever a proxima frase de
um texto. Dessa forma, a rede BERT aprende a trabalhar com texto de formal muito
genérica, e pode ser facilmente adaptada para outras tarefas (VASWANI et al., 2017).

Objetivando melhorar a qualidade dos resultados obtidos para areas es-
pecificas, diversas variagdes da BERT foram desenvolvidas (KAMATH; GRAHAM,;
EMARA, 2022). Uma delas foi apresentada por Reimers e Gurevych (2019), chamada
Sentence-BERT,que melhora a geracao de embeddings para tarefas como RI.

2.4 Trabalhos relacionados

Diversas publicacdes ja apresentaram sistemas similares ao proposto no
presente trabalho. Nesta sesséo, alguns desses trabalhos seréo discutidos, realgando
as suas similaridades e peculiaridades.

2.4.1 Recuperagao de conteldos diversos

De forma geral, ha um longo histérico de aplicagdes de Rl para recomendar
diversos tipos de documentos a usuarios que estao utilizando um sistema de informacao.
Cezar et al. (2021) apresentam um sistema de recomendacéo de artigos cientificos,
utilizando a técnica de TF-IDF para vetorizar o resumo dos artigos e manualmente
perguntando ao usudrio quais sao as suas area/termos de interesse. O trabalho utilizou
os artigos do Simpdsio Brasileiro de Sistemas de Informagéo, vetorizou e comparou
similaridades utilizando o software ElasticSearch, e apresentou as recomendacdes
para o usuario por meio de uma pagina web.

O trabalho de Al-Ghossein et al. (2018) utiliza a técnica de Latent Dirichlet
Allocation para complementar um sistema de recomendacgao baseado em Collaborative
Filtering. O sistema proposto foi testado para recomendacao de noticias e filmes, mas
pode ser aplicado de forma similar a outros tipos de conteudos digitais.

O modelo de espaco vetorial também é utilizado em buscadores web, como
apresentado na publicacéo de Yin et al. (2016) do buscador Yahoo. Nesse trabalho,
foram utilizados embeddings contextuais para relacionar a semantica de consultas
frequentes (para as quais é mais facil aplicar técnicas tradicionais de recomendagéao)
com consultas raras (para as quais € preciso levar em conta o conteudo das paginas,
pois h& poucos dados de clicks reais de usuarios). Esse mecanismo de enriquecimento
semantico das consultas, em conjunto com outras técnicas apresentadas no mesmo ar-
tigo, foram avaliadas tanto em conjuntos de dados predefinidos quanto com a utilizagéao
do buscador por usuarios reais.
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2.4.2 Recuperacao de chamados de suporte

Ha diversos trabalhos recentes utilizando técnicas de Rl no dominio de
chamados de suporte de Tl, recorrendo a uma variedade grande de metodologias e
técnicas.

O trabalho de Muni et al. (2017) utilizou o texto da descricdo do chamado
pré-processado com técnicas de lemmatization e remogéo de stop words, entao aplicou
TF-IDF e técnicas de reducao de dimensionalidade para obter uma representacao
vetorial do chamado e, por fim, comparou os vetores com Similaridade do Cosseno. A
anotacdo dos dados para treinamento foi realizada com um sistema ja existente, e um
analista verificou a qualidade das recomendacdes no final do processo.

Em Feng, Senapati e Liu (2022), utilizaram-se embeddings da rede BERT
e derivados (especificamente: RoBERTa, DistilBERT e DistiiRoBERTa) para permitir
a busca semantica de chamados. Adicionalmente, utiliza modelos supervisionados
para classificar o grupo/setor da empresa que deve se responsabilizar pelo chamado e,
também, o analista que deve deve atender ao chamado.

O Centro de Pesquisa em Sistemas de Alta Performance do Los Alamos
National Laboratory publicou no trabalho de DeLucia e Moore (2020) os seus métodos
para automaticamente classificar chamados e sugerir chamados similares. Foram
utilizados 70 mil chamados, cujo texto foi pré-processado (remocao de stop words,
conversao para lower case, entre outros) e, entdo, vetorizado (utilizando 3 técnicas
diferentes: Latent Dirichlet Allocation, Latent Semantic Analysis, e Doc2Vec). O sistema
foi inicialmente avaliado por meio da comparagao com dois sistemas existentes (a
funcionalidade "more like this" do software ElasticSearch e um sistema especialista que
compara o percentual de palavras em comum); assim, 200 chamados foram utilizados
para serem manualmente avaliados de forma qualitativa por um especialista.

Quando nao ha um sistema anterior para utilizar como comparativo (como
os dois trabalhos anteriores, de Muni et al. (2017) e DeLucia e Moore (2020)), € comum
utilizar um conjunto pequeno de avaliagdo. Em Dyrhovden, Norvang e Sund (2021)
utilizaram-se apenas 5 chamados, porém as recomendacdes foram avaliadas em duas
dimensdes diferentes: se as recomendagdes pertenciam a uma drea/categoria similar
(exemplos de categorias desse trabalho sdo "edicdo de video" e "interface grafica")
e se as recomendacgdes possuiam a mesma caracteristica funcional (nesse trabalho
utilizou-se fungdes como "iniciar" , "salvar" , entre outros). A partir dessa metodologia de
avaliacao, foram comparadas 4 técnicas de vetorizacdo (Word2Vec, Doc2Vec, TF-IDF, e
BERT, utilizando apenas modelos néo retreinados), em que Doc2Vec e BERT obtiveram
os melhores resultados.
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2.4.3 Outras aplicagcdes similares para chamados de suporte

Para além da recuperacao de chamados similares, ha diversas aplicacoes
de RI, Aprendizado de Maquina e area similares para facilitar a resolu¢do de chamados
de suporte.

No trabalho de Al-Hawari e Barham (2021), 1585 chamados foram utilizados
para treinar um modelo que classificava o chamado em uma de 13 categorias. Utilizou-
se como entrada a concatenacao dos campos de titulo, descricdo de comentarios;
além disso, foi usado o pré-processamento com steaming e TF-IDF para representar os
chamados, e 4 modelos foram testados: um sistema baseeado em regras, J48, Naive
Bayes e SMO.

Wahba, Madhaviji e Steinbacher (2020) também testou diversas técnicas
para classificar chamados de suporte, poréem focando nas técnicas de vetorizacao ao
invés das técnicas de classificacao. Testaram-se TF-IDF e word2vec treinado em 3
conjuntos de dados diferentes (Google News, um conjunto de dados sobre engenharia
de software, e o proprio conjunto de chamados utilizados para a classificacdo). A
base de chamados utilizada possuia 1,6 milhdes de chamados, distribuidos em 32
categorias.

Diversas empresas também desenvolveram solu¢des para seus sistemas
internos de gerenciamento de chamados, como a Uber (MOLINO; ZHENG; WANG,
2018). Em Molino, Zheng e Wang (2018), é apresentado um sistema que realiza a
classificagdo de chamados para definir templates de repostas que o analista pode
utilizar. Os modelos resultantes foram avaliados com usuarios reais € levaram a uma
diminuicao de 10% no tempo de resolucao do chamado.
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3 METODOLOGIA

Este trabalho possui natureza aplicada que, segundo Severino (2016), busca
gerar de conhecimento para utilizagdo pratica e imediata a um problema especifico.
A aplicacao pratica que orienta esta pesquisa € facilitar o trabalho do analista de
suporte, tomando como base um conjunto de dados da empresa Skaylink. Tal conjunto
€ composto por informacdes de 20356 chamados de suporte realizados entre os anos
de 2017 e 2022, registrados durante a prestacao de servicos para uma empresa cliente
da Skaylink. Os dados foram anonimizados antes da realizagao deste trabalho, de
forma que nenhuma informagao pessoal estivesse presente.

Quantos aos objetivos, esta pesquisa pode ser considerada exploratéria. Gil
(2008) aponta que esse tipo de pesquisa levanta informagdes sobre um determinado
assunto, mapeando as condi¢cdes de manifestacado desse assunto. Como ha muitas
técnicas disponiveis para facilitar o trabalho do analista, esta pesquisa mapeia e
compara as diversas possibilidades, uma etapa fundamental para o prosseguimento do
trabalho.

Para tanto, utilizou-se uma abordagem quali-quantitativa, que utiliza tanto
a mensuracao quantitativa de parametros associados ao assunto quanto da interpre-
tacao do pesquisador na andlise dos resultados (SEVERINO, 2016). Serao definidas
métricas objetivas para a comparacao estatistica das técnicas, bem como a analise da
experiéncia subjetiva dos usuarios do protoétipo desenvolvido.

Realizou-se também uma pesquisa bibliografica para a construcéo do re-
ferencial tedrico e para a implementacao pratica das técnicas. Tal tipo de pesquisa
€ realizada a partir de materiais disponiveis de pesquisas anteriores, como livros e
artigos de pesquisadores devidamente registrados (GIL, 2008).

3.1 Meétodos Aplicados

A partir do estudo das técnicas de Rl disponiveis para atender aos objeti-
vos, escolheu-se comparar diversas técnicas que sao representativas das principais
abordagens existentes para o problema:

a) representando abordagens tradicionais que sdo altamente dependentes
dos conhecimentos do desenvolvedor sobre o dominio, desenvolveu-se
um Sistema Especialista;

b) representando abordagens estatisticas bem consolidadas na area de Rl,
utilizou-se TF-IDF;

c) representando abordagens probabilisticas bem consolidadas na area de
RI, utilizou-se BM25 e LDA;
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d) representando abordagens de redes neurais com embeddings nao con-
textuais, utilizou-se Word2vec treinado em uma base de idioma inglés,
Word2vec inteiramente treinado com a base de dados da Skaylink, e a
sua variacao contextual Doc2vec também treinado com a base de dados
da Skaylink;

e) representando abordagens de redes neurais com embeddings contextu-
ais, utilizou-se BERT treinado com dados multi-idioma, Sentence-BERT
treinado com dados multi-idioma, Sentence-BERT treinado com dados
apenas da lingua inglesa e Sentence-BERT inicialmente treinado com
dados multi-idioma e entao retreinado com a base de dados da Skaylink.

Adicionalmente, implementou-se a técnica de selecao aleatéria - na qual
0os chamados sao selecionados aleatoriamente - para facilitar a interpretacdo dos
valores obtidos. A comparacao das cinco técnicas se deu em duas etapas sequenciais:
identificacao da melhor técnica e avaliagcao do protétipo.

3.1.1 Identificacdo da melhor técnica

O processo de identificar os chamados similares também é chamado de ro-
tulagem de dados (FACELI et al., 2011); neste trabalho, foram rotulados 300 chamados,
escolhidos para serem representativos do conjunto completo de dados (selecionando
manualmente 30 chamados de cada uma das 10 categorias mais frequentes do con-
junto). Dividiram-se os 300 chamados em 3 subgrupos de 100 chamados, para facilitar
a rotulagem. Para cada chamado, indicou-se manualmente quais eram os outros 5
chamados mais parecidos com ele (dentre o subgrupo).

Para simplificar rotulagem, utilizou-se a ferramenta gréafica Miro, colocando-
se o texto de cada chamado em cartédo disposto em um plano bidimensional, de forma
que chamados parecidos sejam posicionados proximos. Realizou-se o procedimento
supracitado com 3 analistas rotulando os dados de forma independente, cada um
responsavel por um subgrupo.

Entdo, o modelo em avaliagdo deu 5 recomendacbes para cada um dos
100 chamados de cada subconjunto, e avaliou-se utilizando a métrica de precisao.
Para medir a precisao, considerou-se como "documento relevante" os 5 chamados
manualmente indicados durante a rotulagem, isto é, os 5 chamados mais proximos no
plano bidimensional.

Depois disso, calculou-se a média da precisao entre os 3 conjuntos rotulados,
e a melhor técnica foi escolhida como sendo a com maior precisdo média.
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3.1.2 Avaliacao do protétipo

Utilizando a técnica identificada anteriormente como sendo a mais ade-
quada, implementou-se um software protétipo. Esse foi alimentado inicialmente com
0s 20356 chamados da base de dados atual, e permite o registro de novos chamados
de suporte. Quando um chamado € criado, o proto6tipo gera 5 recomendacdes de cha-
mados anteriores similares ao novo chamado aberto. O novo chamado é armazenado
pelo protétipo, para ser utilizado como base histérica para recomendagdes futuras. O
protétipo disponibiliza um botao para permitir ao analista dar o seu feedback, indicando
se as recomendacdes Ihe foram uteis ou ndo. Ou seja, o0 protétipo possui os principais
elementos da arquitetura de referéncia apresentada por Mitkov (2003) (Figura 5).

Figura 5 — Arquitetura tipica de um sistema de recuperacéo de informacao
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Fonte: Adaptado de Mitkov (2003).

Utilizou-se o prototipo no trabalho diario da Skaylink. Os feedbacks coletados
foram armazenados de forma anbnima e utilizados para avaliar se a técnica escolhida
de fato é capaz de auxiliar o analista na resolugéo de incidentes.

Por fim, disponibilizou-se um questionario online e anénimo para os analistas,
conforme detalha o Apéndice A. As respostas foram analisadas para entender se o
comportamento do prototipo foi satisfatorio quando utilizado em condicdes reais, bem
como para permitir o aprimoramento do sistema em trabalhos futuros.
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4 APRESENTACAO DOS RESULTADOS

Neste capitulo serdo discutidos os resultados obtidos ao longo desta pes-
quisa, especificamente: a analise da base de dados a ser utilizada no trabalho, a
utilizacdo de técnicas de Rl para recomendar chamados similares nessa base, e 0
prot6tipo desenvolvido para validar o sistema proposto.

4.1 Caracteristicas do conjunto de dados

Cada chamado € descrito por nove variaveis: external ID (identificacdo do
chamado no sistema de gerenciamento), title (titulo do chamado, conforme informado
pelo usuario que abriu o incidente), description (descricao do chamado, também infor-
mado pelo usuario), category (categoria do incidente), date_open (data de abertura
do chamado), date close (data de finalizacdo do chamado), location (escritério do
qual o usuério faz parte), solution (solucao que foi aplicada ao chamado) e analysts
(grupo de analistas responsaveis pelo resolugdo do chamado). Ao receber o chamado,
o analista ndo recebe as variaveis category, date close e solution, que sao adicionadas
aos registros apenas apos a finalizagdo do chamado.

Para os fins deste trabalho, concatenaram-se os campos title e description
e descartaram-se todos os demais, de forma que o sistema utilizasse apenas as
informagdes fornecidas pelo usuario no momento da abertura do incidente. As 15
principais categorias presentes do conjunto de dados, ordenadas por quantidade
de incidentes, sao as seqguintes: Fileservices, Active Directory, Computer Services,
Access Control, End-Of-Life, O365, Exchange, Create Account, Data Center, Identity
Management, Fileshared, Telecom, Printer, Software general e Security.

Os chamados sao escritos, principalmente, em inglés; porém, muitos sao
escritos em alemao, espanhol, portugués e potencialmente em outros idiomas. A Figura
6 apresenta a distribuicdo de chamados por idioma, onde percebe-se que o conjunto
de dados é altamente desbalanceado. Além disso, muitos chamados sao escritos
com erros gramaticais e abreviagdes. O conjunto de title e description totaliza, em
média, 224 caracteres. Para fins de ilustracdo, a seguir apresenta-se um chamado
tipico (o campo external _ID, os nomes e as datas foram utilizados de forma ficticia para
preservar a identidade do usuério original):

a) external ID: ABC123456;
b) title: Acesso a arquivos;

c) description: Bom dia. Preciso ter aceso ao computador do Leonardo
Benitez. O memso foi desligado da empresa e preciso dos arquivos que
ficaram na area de trabalho. pois se tratam de p-lanilhas de controle e
tambem aos e-mails. O mesmo assinou a carta de autorizagao. Obrigada;
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d) category: Fileservice;

e) date_open: 2022-01-01 10:23:19.000;
f) date close: 2022-01-02 09:15:56.000;
g) location: BRLM,;

)

h) solution: O cliente conseguiu acesso e copiou 0S arquivos para a sua
maquina;

i) analysts: Leonardo Pereira.

Figura 6 — Distribuicdao de idiomas dos chamados

Francés

Espanhol

Alemao

Portugués

Fonte: Elaboracao propria (2022).

O conjunto de 300 chamados utilizados esta disponibilizado em Pereira
(2022). Antes de os dados serem publicados, todas as informacdes pessoais e/ou
sensitivas foram removidas (substituidas por uma tag indicando o conteudo original,
por exemplo: a frase "este texto foi escrito por Leonardo" é convertida para "este texto
foi escrito por [NAME]"). A remogé&o foi realizada em trés etapas: primeiro, a ferramenta
baseada em Aprendizado de Maquina AWS Comprehend PIll Removal foi utilizada;
entdo, aplicou-se uma sequéncia de expressoes regulares préprias; finalmente, todos
os chamados foram manualmente verificados.

4.2 Implementacao das técnicas

Todas as técnicas foram implementadas utilizando a linguagem de progra-
macao Python. O vetor gerado por cada uma das técnicas foi comparado utilizando
a métrica de Similaridade do Cosseno (Equacéo 1). As Unicas excegbes foram o
sistema especialista e 0 BM25, que utilizaram métricas de similaridade proprias. O
sistema, entédo, recomenda os chamados com maior similaridade dentre o conjunto de
recomendacbes possiveis.
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Todas as técnicas foram implementadas seguindo uma estrutura de pro-
gramacao orientada a objetos, de forma que expuseram a mesma interface genérica.
Assim, elas foram avaliadas seguindo a mesma implementacao de métricas e metodo-
logias.

4.2.1 Sistema especialista

Desenvolveu-se um sistema que, partir da presencga ou nao de certos termos,
gerava um conjunto de "etiquetas" para cada documento. Utilizaram-se como termos
116 jargbes de Tl, complementados com mais 141 sinénimos. Visando aumentar o
namero de etiquetas identificadas para cada documento, preprocessou-se o texto da
seguinte forma:

a) convertendo para letras minusculas;
b) removendo os caracteres especiais —, ., ,, |, ?, _, € %;

c) convertendo os caracteres para a sua representagdo mais proxima em
unicode.

Apés o pré-processamento, comparou-se o conjunto de etiquetas resultantes
utilizando a métrica de Similaridade de Jaccard (Equagéo 2).

422 TF-IDF

Para a técnica de TF-IDF, utilizou-se a implementacao da biblioteca Sklearn
(na sua versao 0.23.2). O dicionério foi calculado com base com nos 20056 chamados
que nao foram utilizados para avaliacao. Utilizou-se 0 mesmo pré-processamento do
sistema especialista, aliado a remoc¢ao de stop words para a lingua inglesa. Foram
utilizadas as 500 palavras mais frequentes do dicionario, resultando em um vetor de
500 posicoes.

423 BM25

Foi adotada a implementagao da biblioteca rank_bm25 (versao 0.2.2). Utilizou-
se 0 mesmo pré-processamento do sistema especialista e mantiveram-se os parametros
padrao de k1 =1.5, b=0.75 e epsilon = 0.25. Como a técnica de BM25 requer uma
métrica de comparacao prépria, utilizou-se, também, a implementacao da biblioteca.

424 LDA

Para implementar a técnica de LDA, foi escolhida a biblioteca Gensim (versao
4.3.0). Utilizou-se o mesmo pré-processamento do sistema especialista, e a técnica
foi configurada para 300 topicos. Tal dimensao foi escolhida pois € o mesmo valor dos
vetores da Word2vec, tornando a comparagao mais justa, além de ser o valor utilizado
no trabalho de Muni et al. (2017) e de ser um valor usual na literatura.
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425 Word2vec e derivados

Foi adotada as implementacdes da biblioteca Gensim. Para a técnica de
Word2vec, utilizou-se um modelo treinado no conjunto de dados Google News, que
possui aproximadamente 100 bilhdes de palavras da lingua inglesa. Tal modelo produz
um vetor de 300 dimensdes.

Também treinou-se uma rede Word2vec nova, apenas com os 20056 cha-
mados que nao foram empregados para a avaliacao (que totalizaram aproximadamente
1.6 milhdes de palavras), também com 300 dimensdes. Foi mantido 0 mesmo pré-
processamento do sistema especialista. Para exemplificar o efeito do treinamento com
base propria, foram escolhidas trés palavras relacionadas a chamados de suporte
(email, problem e trabalho) e utilizou-se a representacéo vetorial dos embeddings para
verificar as cinco palavras mais parecidas. Os resultados sao apresentados no Quadro
1, onde € possivel perceber que a consulta por "problema" prové resultados que séo
mais condizentes com a atividade de suporte de T, enquanto a consulta por "trabalho"
nem sequer foi encontrada no modelo de lingua inglesa (pois, naturalmente, essa
palavra ndo existe na lingua inglesa, na qual o modelo foi treinado).

Quadro 1 — Exemplos de similaridade entre palavras

Palavra Conjunto Google News Conjunto da Skaylink
email e_mail, emails, E_mail, emails, mail,
Email, roycimagala@hotmail.com mails, messages, [X]
problem problems, dilemma, issue, having,
prob_lem, conundrum, probem | something, problems, &nbsp;
trabalho N&o encontrado perfil, compra, aparelho,
momento, verificacao

Fonte: Elaboracéo propria (2022).

Treinou-se Doc2vec com os mesmos 20056 chamados, técnicas para pré-
processar os dados e dimensdes do vetor de saida. O treinamento foi realizado com os
parametros de window = 10, min_count = 1 e epochs = 100, obtidos apds brevemente
testar diversos valores e medir a preciséo obtida. Nao foi utilizado um modelo ja treinado
pois ndo havia um modelo disponivel na biblioteca Gensim, e ndo foi encontrada outra
fonte confiavel para obter um modelo.

426 BERT e derivados

Para o modelo BERT original, foi adotada a implementagdo BERT-base-
multilingual-cased da biblioteca HuggingFace (verséao 4.25.1), que foi treinado com 104
idiomas, tomando-se como embedding a saida do token especial [CLS], que possui
dimensao de 768 elementos. A biblioteca SentenceTransformers foi utilizada para
os modelos Sentence-BERT, na versao 2.2.2. O modelo multi-idioma utilizado foi o
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distiluse-base-multilingual-cased-v1, que foi treinado com 15 idiomas (incluindo inglés,
alemao, espanhol e portugués), e prové um vetor de 512 dimensdes. Ao retreinar a rede
com os dados da Skaylink, tomou-se como base esse mesmo modelo de treinou-se
por 3 épocas, com os 20056 nao usados para a avaliacao. O modelo de lingua inglesa
escolhido foi o all-mpnet-base-v2, que fornece um vetor de 768 dimensdes.

O modelo BERT e suas variacées costumam apresentar resultados melhores
quando o texto nao é pré-processado (KAMATH; GRAHAM; EMARA, 2022); portanto,
utilizou-se o sempre texto original.

4.3 Identificacao da melhor técnica

Conforme descrito no Capitulo 3, a similaridade entre os chamados foi
calculada a partir da posicao dos cartdes, que foram exportados para arquivos do tipo
CSV (um arquivo para cada subgrupo). Para cada modelo, esses arquivos CSV foram
carregados um a um, e o modelo identificou os chamados mais similares para cada
chamado; entdo, avaliou-se 0 modelo nesse subgrupo e, por fim, calculou-se a média
das métricas de avaliagdo para o modelo.

A métrica de precisao (Equacao 3) foi escolhida para comparar os resulta-
dos. Adicionalmente, criou-se a métrica de "acuracia pelo-menos-um" (formalizada na
Equacéo 7, onde N é o numero de chamados, y; é o conjunto de chamados relevantes
e ¥; € o conjunto de chamados recomendados), com o objetivo de possuir uma métrica
que melhor reflita a percepcao do analista quanto a qualidade da técnica. Tal métrica
considera como um "acerto" caso qualquer um dos cinco chamados recuperados seja
de fato um chamado relevante. A métrica de revocacgao (Equacéao 4) nao foi utilizada
pois, como se decidiu que cada técnica recuperaria cinco chamados e havia também
sempre cinco chamados considerados relevantes, revocagao e precisao possuem por
definicdo sempre o mesmo valor.

N A
. X N AL T
AcuraC|apelo-menos-um(y, y) = W 7
em que
Ma, b) = ;:\aﬂbl>o o

Os resultados foram sumarizados no Quadro 2. Percebe-se que a técnica
de Sentence-BERT multi-idioma apresenta o melhor resultado, com 35,1% de precisao
e 78,7% de acuracia pelo-menos-um (ou seja, trés a cada quatro vezes o sistema
recomenda ao menos um chamado anterior que se parece com o chamado em analise).
Sentence-BERT também ¢é a técnica mais recente, publicada em 2019 (REIMERS;



Capitulo 4. Apresentagdo dos Resultados 35

GUREVYCH, 2019), sendo, portanto, esperado que ela apresentaria os melhores
resultados.

Duas técnicas surpreenderam pela sua baixa precisdo: BERT multi-idioma
(17,2%) e Doc2vec (5,8%). Apesar de ambos obterem resultados melhores do que a
selecdo aleatéria (5,5%), a literatura indica que a utilizagcao dessas técnicas usualmente
resulta em precisées comparaveis a de técnicas classicas como TF-IDF (29,6%). Para o
Doc2vec, uma possivel explicacdo € que o treinamento gerou um super ajuste (também
conhecido como overfit) ao conjunto, visto o baixo nimero de chamados utilizados,
20056) e por nao ter sido tomado como base um modelo previamente treinado (ou seja,
o treinamento foi realizado "do zero"). Quanto ao BERT multi-idioma, uma possivel
explicacéo foi a escolha do token especial [CLS] para como embedding, pois ha outros
métodos possiveis para extrair embeddings de uma rede BERT (DEVLIN et al., 2019).
Nao se pode descartar que a baixa precisao se deva também a erros de programacao
ou a ma escolha de parametros durante o treinamento.

Quanto ao efeito obtido pelo retreinamento das redes neurais (a partir de
um modelo base existente), houve resultados divergentes. Embora o retreinamento
da Word2vec tenha melhorado a sua precisao, o retreinamento da Sentence-BERT
multi-idioma n&o obteve o mesmo resultado, e ambas performaram de forma similar.
Tal fato pode ser explicado, pois redes BERT precisam de um grande volume de dados
para serem treinadas, e a utilizagao de conjuntos pequenos pode, inclusive, ocasionar
a rede “esquecer” parte do que aprendeu anteriormente.

Quadro 2 — Comparacao das técnicas implementadas

Nome Acuracia pelo-menos-um | Precisao
BM25 59,0% 23,7%
BERT multi-idioma 50,0% 17,2%
Doc2vec 27,3% 5,8%
LDA 66,3% 20,9%
Selecao aleatoéria 26,0% 5,5%
Sentence-BERT inglés 74,3% 30,1%
Sentence-BERT multi-idioma | 78,7% 35,1%
Sentence-BERT retreinado 78,7% 32,7%
Sistema especialista 42,7% 17,2%
TF-IDF 69,0% 29,7%
Word2vec inglés 58,3% 23,4%
Word2vec retreinado 68,7% 26,2%
Fonte: Elaboragéo propria (2022).

4.4 Experimentos exploratérios

Segundo Gil (2008), a pesquisa exploratéria serve de preparacao para a
pesquisa explicativa. Objetivando permitir a futura explicacdo dos resultados obtidos



Capitulo 4. Apresentagdo dos Resultados 36

e identificacdo das causas para o comportamento de cada técnica implementada,
esta secdo apresenta os resultados obtidos com diversas variagdes da metodologia
utilizada neste trabalho. Para cada experimento, serdo apresentados uma descricao
dos resultados e possiveis interpretacdes, de forma a guiar a elaboracao posterior de
trabalhos explicativos.

Em muitos dos experimentos, o conjunto de dados de avaliagédo teve de ser
reduzido. Como as métricas utilizadas sao influenciadas pelo tamanho do conjunto de
documentos a ser buscado, comparou-se sempre 0s resultados com um subconjunto
de n chamados selecionados aleatoriamente, onde n corresponde ao numero de
chamados utilizados durante o experimento.

441 Segmentando os chamados por idioma

Os dados utilizados possuem chamados de suporte em varios idiomas, da
mesma forma que o trabalho diario de muitos analistas de suporte de TI. Tal caracteris-
tica impacta diretamente a aplicacao de técnicas de Rl, na medida em que tornam o
problema mais desafiador. Para mensurar quantitativamente o impacto do idioma na
qualidade dos resultados, realizaram-se dois experimentos, selecionando apenas 0s
chamados de idioma inglés e de idioma portugués. Para permitir essa selecéo, aplicou-
se uma técnica de classificacado de idioma (aprendizado supervisionado, utilizando a
biblioteca Spacy), verificou-se manualmente os resultado e corrigiram-se 0s erros.

Foram selecionados apenas os chamados da lingua inglesa (207 chamados),
e avaliou-se o sistema com as mesmas métricas do capitulo anterior. Os resultados
foram compilados no Quadro 3 e no Quadro 4, onde se percebe que a técnica de
Sentence-BERT inglés apresentou uma melhoria significativa na precisao (7,4%),
enquanto o seu equivalente Sentence-BERT multi-idioma manteve os resultados quase
iguais (melhoria de 1,1%). Efeito similar foi observado entre Word2vec inglés (6% de
aumento na precisao) e Word2vec retreinado (4,1%). A melhoria mais expressiva se
deu na técnica de TF-IDF, com aumento de 8,3%.

Também segmentou-se apenas os chamados em lingua portuguesa (51
chamados), e utilizou-se a mesma metodologia. Os resultados foram similares (Qua-
dros 5 e 6), na medida em que os modelos especificos para lingua inglesa pioraram
(Sentence-BERT inglés perdeu 2,9% de precisao, e Word2vec inglés 4,0%), enquanto
0s modelos retreinados melhoraram ou mantiveram a performance. Entretanto, € impor-
tante salientar que o numero de chamados é consideravelmente menor; portanto, ha
uma maior variabilidade estatistica nos textos, diminuindo a validade das conclusées.
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Quadro 3 — Segmentacao por lingua inglesa, conjunto de controle

Nome Acuracia pelo-menos-um | Precisao
BM25 65,6% 24,2%
BERT multi-idioma 61,3% 20,9%
Doc2vec 35,0% 7,7%
LDA 67,3% 21,5%
Selecao aleatoria 39,7% 9,1%
Sentence-BERT inglés 78,4% 32,0%
Sentence-BERT multi-idioma | 79,9% 38,2%
Sentence-BERT retreinado 81,3% 36,4%
Sistema especialista 51,4% 16,3%
TF-IDF 73,9% 30,7%
Word2vec inglés 64,7% 25,7%
Word2vec retreinado 77,6% 29,6%

Fonte: Elaboracao propria (2022).

Quadro 4 — Segmentacao por lingua inglesa, conjunto sob teste

Nome Acuracia pelo-menos-um | Precisao
BM25 69,0% 29,7%
BERT multi-idioma 60,9% 22,9%
Doc2vec 40,4% 9,5%
LDA 72,8% 27,7%
Selecao aleatoria 35,1% 8,3%
Sentence-BERT inglés 82,0% 39,4%
Sentence-BERT multi-idioma | 80,6% 39,3%
Sentence-BERT retreinado 81,4% 36,2%
Sistema especialista 57,7% 23,7%
TF-IDF 80,5% 39,0%
Word2vec inglés 69,2% 31,7%
Word2vec retreinado 77,6% 33,7%

Fonte: Elaboracao propria (2022).

4.4.2 Segmentacdo por categorias facilmente distinguiveis

Outro fator que possivelmente influencia a qualidade das recomendacgoes
sao as categorias existentes no conjunto de documento: quando mais estereotipicos -
ou bem diferenciaveis - forem os chamados, espera-se que seja mais facil dar recomen-
dacdes boas. Pode-se ilustrar tal raciocinio com a seguinte analogia: se uma pessoa
vai a uma biblioteca procurando o livro mais parecido com o livro de receitas da sua vo,
e todos os livros da biblioteca estao misturados, provavelmente sera dificil encontrar
os livros desejados. Porém, se todos os livros sobre culinaria estiverem agrupados no
lado direito da biblioteca, os de literatura no lado esquerdo, e os de quimica empilhados
no meio da biblioteca, provavelmente a pessoa encontrara bons livros com muito mais
facilidade. Para testar essa hip6tese, segmentaram-se apenas os chamados de trés
categorias bem distintas entre si: Identity Management, DataCenter e End-Of-Life,
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Quadro 5 — Segmentacao por lingua portuguesa, conjunto de controle

Nome Acuracia pelo-menos-um | Precisao
BM25 98,2% 43,0%
BERT multi-idioma 96,5% 37,4%
Doc2vec 85,0% 30,8%
LDA 100,0% 42,5%
Selecao aleatoria 93,3% 36,2%
Sentence-BERT inglés 94,9% 44.5%
Sentence-BERT multi-idioma | 98,2% 50,7%
Sentence-BERT retreinado 98,2% 46,7%
Sistema especialista 91,6% 39,6%
TF-IDF 96,7% 45,5%
Word2vec inglés 96,7% 40,8%
Word2vec retreinado 93,0% 43,5%

Fonte: Elaboracao propria (2022).

Quadro 6 — Segmentacao por lingua portuguesa, conjunto sob teste

Nome Acuracia pelo-menos-um | Precisao
BM25 96,8% 41,4%
BERT multi-idioma 91,7% 35,2%
Doc2vec 83,5% 34,8%
LDA 90,3% 34,8%
Selecao aleatoria 93,3% 37,2%
Sentence-BERT inglés 98,4% 41,6%
Sentence-BERT multi-idioma | 98,4% 48,6%
Sentence-BERT retreinado 96,8% 48,0%
Sistema especialista 80,2% 37,2%
TF-IDF 96,8% 46,8%
Word2vec inglés 85,0% 36,8%
Word2vec retreinado 93,5% 43,2%

Fonte: Elaboracao propria (2022).

totalizando 90 chamados. Avaliou-se com a mesma metodologia da se¢ao anterior.

Nos Quadros 7 e 8 observa-se que todas as técnicas apresentaram me-
lhorias e, portanto, a hipétese foi comprovada. Em especial, os modelos retreinados
apresentaram melhoras maiores que os seus equivalentes ndo-retreinados: Word2vec
retreinado melhorou 10,3 pontos percentuais de precisao (contra 3,6 pontos percentuais
do Word2vec nao retreinado), e Sentence-BERT retreinado melhorou 2,6 pontos per-
centuais de precisao (contra 1,2 pontos percentuais do Sentence-BERT multi-idioma).
Destaca-se, também, que os modelos mais simples/tradicionais foram os que mais se
beneficiaram com essa estereotipificacdo: o sistema especialista progrediu 15,2% (a
maior melhoria percentual do experimento, na técnica que até agora havia sido a pior)
e TF-IDF tornou-se a melhor técnica dentre as avaliadas.
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Quadro 7 — Segmentacao por categorias facilmente distinguiveis, conjunto de controle

Nome Acuracia pelo-menos-um | Precisao
BM25 75,3% 27,9%
BERT multi-idioma 79,7% 25,0%
Doc2vec 54,1% 14,4%
LDA 81,0% 30,6%
Selecao aleatoria 67,4% 17,1%
Sentence-BERT inglés 78,7% 36,9%
Sentence-BERT multi-idioma | 86,6% 41,3%
Sentence-BERT retreinado 84,3% 41,1%
Sistema especialista 74.2% 24.2%
TF-IDF 79,8% 35,3%
Word2vec inglés 82,1% 33,3%
Word2vec retreinado 84,3% 36,9%

Fonte: Elaboracao propria (2022).

Quadro 8 — Segmentacao por categorias facilmente distinguiveis conjunto sob teste

Nome Acuracia pelo-menos-um | Precisao
BM25 80,9% 37,8%
BERT multi-idioma 82,1% 35,8%
Doc2vec 69,6% 18,0%
LDA 93,2% 40,7%
Selecao aleatoria 69,6% 18,4%
Sentence-BERT inglés 87,7% 42,3%
Sentence-BERT multi-idioma | 87,6% 42.3%
Sentence-BERT retreinado 88,8% 43,7%
Sistema especialista 80,9% 39,4%
TF-IDF 92,1% 48,1%
Word2vec inglés 82,0% 36,9%
Word2vec retreinado 92,1% 47,2%

Fonte: Elaboracao propria (2022).

4.4.3 Anotagdes de relevancia por clustering

Outra hipbtese a ser testada refere-se ao efeito da metodologia escolhida
para definir os chamados mais relevantes a cada chamado (utilizou-se originalmente
apenas a distancia euclidiana). Uma metodologia alternativa é primeiro clusterizar os
chamados em grupos de aproximadamente cinco chamados cada cluster, e considerar
como "chamado relevante" de cada chamado todos os outros que pertencentes ao seu
mesmo cluster.

Implementou-se essa metodologia alternativa por meio do algoritmo Spectral
Clustering, utilizando a biblioteca Sklearn com parametros gamma = 1 e n_neighbors =
10, e configurado para encontrar 20 clusters. O numero de clusters foi adotado para
que cada cluster possuisse aproximadamente 5 chamados, o mesmo numero da
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metodologia original de anotacao. Escolheu-se esse algoritmo pois era o Unico que
satisfazia a todos os seguintes critérios:

a) ja implementados na biblioteca Sklearn;
b) é capaz de identificar clusters ndo convexos;

¢) néo elimina amostras consideradas "anomalias" (isto €, ndo pertencem
claramente a nenhum cluster). Tal eliminacao é indesejada, pois espera-
se utilizar todos os chamados disponiveis para a avaliagao.

Os resultados obtidos sdo apresentados no Quadro 9. Se comparados aos
resultados originais (Quadro 2), percebe-se que todas as técnicas obtiveram uma dimi-
nuicao de aproximadamente 3% na precisdo. Uma possivel explicacdo para a diferenca
€ que o numero de documentos relevantes passa a ser variavel (e nao exatamente
cinco), de forma que alguns chamados possuirdo menos de cinco chamados similares,
prejudicando a métrica de precisdo igualmente para todos os modelos. Apesar disso,
houve pouca alteracdo na ordenacdo de quais s&o as melhores técnicas, e ambas
as métricas foram afetadas igualmente pela mudanga metodolégica. Dessa forma, é
possivel concluir que metodologia de anotacdes de relevancia ndo € um fator critico
para a identificacdo da melhor técnica.

Quadro 9 — Comparacao das técnicas, utilizando a anotacao por clustering

Nome Acuracia pelo-menos-um | Precisao
BM25 54,0% 20,6%
BERT multi-idioma 47,3% 15,7%
Doc2vec 16,3% 3,4%
LDA 58,3% 17,4%
Selecao aleatoéria 17,7% 3,7%
Sentence-BERT inglés 66,7% 25,3%
Sentence-BERT multi-idioma | 71,3% 29,7%
Sentence-BERT retreinado 70,7% 27,9%
Sistema especialista 41,0% 15,3%
TF-IDF 62,7% 25,7%
Word2vec inglés 54,3% 20,9%
Word2vec retreinado 60,7% 22,8%

Fonte: Elaboracao propria (2022).

4.5 Desenvolvimento do protétipo

A fim de operacionalizar um prot6tipo do sistema proposto, desenvolveu-se
um sistema web backend que fornece uma Application Programming Interface (API)
para as atividades necessarias ao funcionamento do protétipo: autenticar usuarios,
cadastrar novos chamados de suporte e buscar chamados de suportes similares. Para
tanto, utilizou-se a biblioteca FastAPI, para desenvolvimento de sistema usando a
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linguagem Python, em conjunto com um banco de dados Postgres para armazenar 0s
chamados e as informacdes referentes aos usuarios.

A arquitetura do sistema seguiu proposta de Mitkov (2003) (Figura 5), e
foi implementada conforme a Figura 7. Quando um novo chamado € registrado no
sistema, sua representacéo vetorial é calculada (utilizando a técnica de Sentence-
BERT multi-idioma); entdo, sdo buscados os 100 ultimos chamados registrados, dentre
0s quais os 5 chamados mais similares sao selecionados. Tal restricao pelos 100
ultimos chamados se da por motivos praticos, para evitar a sobrecarga do sistema,
mas uma implementacéo futura do sistema pode permitir a busca em todo o banco de
dados. Adicionalmente, o novo chamado também é armazenado no banco de dados do
sistema, permitindo a sua utilizagcdo em recomendacgdes futuras.

Figura 7 — Arquitetura do prototipo

Coleta de K ————— Fontes de informacao

documentos
Vetorizagao Vetorizagao <t . Novo
do documento do documento documento

iL o
I
b -
Ordenacao D | Interface
Coleqao de documentos =

Resultados
documentos

Usuario

Fonte: Adaptado de Mitkov (2003).

Para permitir um acesso gréafico a aplicacdo, desenvolveu-se uma interface
web utilizando a biblioteca VueJS e a linguagem de programagao JavaScript. Por meio
dessa interface, o analista pode realizar o login (Figura 8), visualizar os chamados
anteriores (Figura 9), cadastrar novos chamados manualmente (Figura 10) e, entao,
visualizar cinco recomendacdes de chamados anteriores similares (Figura 11). O
prototipo completo foi operacionalizado na plataforma Amazon Web Services, usando
as seguintes solugées nativas: Amazon Relational Databases (RDS), Amazon Elastic
Compute Cloud (EC2) e Amazon Elastic Block Store (EBS).
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Figura 8 — Tela de /ogin do protétipo

3 Login

@ Password

Forgot your password?

LOGIN

Fonte: Elaboragéo propria (2022).

Figura 9 — Tela de visualizacao de chamados

Main menu

B Dashboard i .
List of tickets

2 Profile

DT Titulo Descrigdo
Vs Edit Profile
94973 I il This email inbox doesnt work correctly. | cannot receive emails but can send form this /
Or Change Password Doesnt work inbox. Im receiving no emails and have missed meetings.
Service Request: File Share Access Grant access to file share for the following user:
) File Share Access - [NAME]. [NAME] (nESSSSS—) (Username: ) Access Type: (Rw) Read / Write File Vd
EJ Your tickets 94974 I Share: J./WST-Allg J:/WSTAZUBI/Allgemein J:/WSTAZUBI/Ausbildungsbeginn 2018 Der
[NAME]. [NAME] ‘Azubi muss auf 14 interaktive Lernprogramme der Firma (B zugreifen kénnen.
Admin ( ) Die Softwer ist installiert auf deei-pc-10152/(Eprogramme Requestor.
[NAME] () Comment:
Service Request: Remove File Share Access Remove file share access for the following
a%  Manage Users Remove File Share user: [NAME] (MESSSSSSNN) (Username: [USERNAME]) File Share: -Zugriff auf das /s
94975 Access - N E-Mail Postfach [EMAIL] -.Senden als Treasury” entfernen Ordnerzugriffe auf Abschluss.
+; Create User - [NAME] (i AZB Kaufleute. (N | NFO. N Marketing_Controlling entfernen - Aus
)] dern NN < Email Verteiler entfernen. sowie aus den selbigen
Gruppen Requestor: I () Comment:
X Logout 94976 Certificate Signing Hi. Could you please sign the attached files for me? Please give the information to me as /
request - [NAME] | can install it myself. No need to go through [l it. Thank you in advance. [NAME]
Service Request: Light User for external Create Light user for [USERNAME]. [NAME]
< Collapse Light User for Firstname: [NAME] Lastname: [NAME] Mailaddress: [EMAIL] Phone: [PHONE] 0 Cost /
© Bea-DW

Fonte: Elaboracéo propria (2022).

Figura 10 — Tela de cadastro de chamados

Create ticket

Description

CANCEL RESET SAVE

Fonte: Elaboragéo propria (2022).
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Figura 11 — Tela de chamados recuperados pelo protétipo
Similar ticket 5

Title: Problems with network at Il location
Description: Dear Il Helpdesk. Some users are facing problems with the network at[JJljlocation. As an example. we tried to
perform a meeting via Teams with the local IT analyst. but he was not able to join the call. Could you please check? Regards. =

Solution: Network problem at Il location - After Il contacted I she was able to restart some network devices at the
office. and that solved the issue

THESE RECOMMENDATION WERE USEFUL :) THESE RECOMMENDATION WERE NOT USEFUL :(

Fonte: Elaboracao prépria (2022).

A implementacao do protétipo totalizou pouco mais de cinco mil linhas de
cédigo Python e 2400 linhas de cédigo JavaScript, além de arquivos de configuracao,
definicdo de infraestrutura, scripts de automacéao, entre outros. Armazenou-se em um
repositério git, que totaliza mais de 270 commits.

4.6 Avaliacao do protoétipo

Um grupo de seis analistas teve acesso ao sistema durante trés semanas,
nas quais puderam utiliza-lo no seu trabalho diario. Gravou-se um video com explica¢des
de como utilizar o sistema e explicou-se o propdsito do projeto. Apds registrar um novo
chamado e receber as recomendacdes, 0 analista pdde dar o seu feedback (indicando
se a recomendacao foi Gtil ou ndo, conforme a Figura 11).

Entretanto, a adog¢éo do sistema foi muito baixa, e apenas trés feedbacks
foram coletados durante o periodo. Durante a ultima semana, foi disponibilizado um for-
mulario online (seguindo a estrutura do Apéndice A, e implementado com a ferramenta
Google Forms) para a avaliagdo do protétipo, porém apenas uma resposta foi coletada.

Uma possivel explicacdo para a baixa adocao do sistema é a inconveniéncia
em seu uso: o analista de suporte ja esta acostumado a trabalhar com o sistema
de gerenciamento, no qual consegue visualizar e responder a todos os chamados.
Por sua vez, o prototipo desenvolvido constitui um sistema separado, no qual os
chamados devem ser manualmente copiados e colados. Dessa forma, o seu uso torna-
se inconveniente e anti-intuitivo. ldealmente, o sistema de recomendacéo integraria
diretamente com o sistema de gerenciamento, de forma que o analista possa realizar
todas as suas atividades em um mesmo ambiente.

Devido ao baixo numero de feedbacks e respostas coletadas, tais resultados
nao serdo analisados neste trabalho. Entretanto, a existéncia de trabalhos académicos
recentes na area, incluindo de grandes empresas implementando os seus préprios
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sistemas de RI, indica a real perspectiva de uso pratico dessas técnicas. Dessa forma,
a hip6tese mais provavel é de que a adogéo do sistema foi baixa devido a dificuldades
de o analista interagir com o software, que deve ser aprimorado para além do protétipo
desenvolvido para integrar-se de forma natural na rotina do analista de suporte.
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5 CONSIDERACOES FINAIS

Ao longo deste trabalho, realizou-se a comparagdo de onze técnicas de
Recuperacao de Informagéo, aplicadas sobre um conjunto de dados referentes a
chamados de suporte de TI. Tais técnicas incluiram diversas abordagem de Rl e
abrangem desde técnicas classicas/consolidadas até o estado da arte em pesquisa,
de forma que foi possivel identificar, de uma maneira clara, as possibilidades para
implementar um sistema que, dado um novo chamado de suporte, seja capaz de buscar
chamados de suporte similares.

O melhor resultado foi obtido com a técnica Sentence-BERT, na sua variacao
multi-idioma distiluse-base-multilingual-cased-v1, onde 78,7% das recomendacgoes
realizadas pelo modelo foram consideradas relevantes. As duas outras variagoes
testadas da Sentence-BERT apresentaram o segundo e terceiro melhores resultados,
seguidas pela técnica de TF-IDF.

Além disso, este trabalho procurou contribuir com a comunidade académica
na medida em que disponibilizou - de forma gratuita e irrestrita - o conjunto de dados
utilizado, descreveu em detalhes a implementagcao de cada técnica, explorou as con-
dicdes que afetam os resultados de cada modelo e demonstrou a viabilidade de um
sistema de RI para chamados de suporte ao implementar um protétipo viavel minimo.
Tais resultados atendem aos objetivos propostos, e norteiam o desenvolvimento de
trabalhos futuros na area.

Entretanto, ao avaliar o quanto o protétipo auxiliou nas atividades diarias
de uma equipe de suporte de TIl, observou-se uma baixa ado¢ao do sistema. Tais
resultados apontam para a necessidade de melhorar a interacdo entre o analista e 0
software, de forma que a sua utilizacao seja simples e intuitiva, efetivamente facilitando
o trabalho do analista.

Ao interpretar os resultados obtidos, pode parecer - a primeira vista - que
as métricas de avaliagdo indicam resultados ruins. E importante salientar que a me-
todologia de avaliacao foi definida de forma estrita e apenas 5 chamados dentre 99
foram considerados relevantes. Ademais, a propria natureza dos dados (textos curtos,
pouco explicativos, e com muitos jargdes técnicos) torna desafiadora a aplicacéo de
técnicas de recuperacao de informacao. Apesar disso, todas as técnicas implementa-
das apresentaram resultados melhores do que a selegéo aleatoria, indicando que elas
conseguiram capturar a semantica dos chamados de suporte.

Como resultado complementar, corroborou-se que a rede Sentence-BERT
apresenta melhores resultados em Rl do que a BERT original, conforme apresentado
no trabalho de Reimers e Gurevych (2019). Tal superioridade manteve-se em todos 0s
experimentos realizados, para todas as variacoes de Sentence-BERT testadas e para
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todas as métricas de avaliacao utilizadas.

Cabe aqui ressaltar o resultado positivo da técnica de TF-IDF, que € de
simples implementacdo e computacionalmente rapida. A técnica também se mostrou
robusta em todos os experimentos realizados, apresentando sempre resultados con-
sistentes, enquanto outras técnicas nao performaram igualmente bem em todas as
condicdes. Dessa forma, é possivel que o sistema final venha a ser implementado com
TF-IDF, ao invés de Sentence-BERT.

Por fim, destaca-se que o sistema especialista obteve resultados considera-
velmente ruins, em praticamente todos os cenarios testados. Apesar de sua implemen-
tacao ter sido simplista, isso demonstra a dificuldade de implementar "manualmente”
sistemas de Recuperacéo de Informacao, sendo justificada a utilizacao de técnicas
mais avancadas de Aprendizado de Maquina.

5.1 Sugestoes para trabalhos futuros

A partir dos resultados obtidos, € possivel dar continuidade ao trabalho
realizado com, por exemplo, 0s seguintes tépicos:

a) para nao necessitar restringir o protétipo a buscar entre apenas os 100
ultimos chamados registrados, utilizar um banco de dados com suporte
nativo a busca por similaridade vetorial, como por exemplo o software
ElasticSearch;

b) integrar o prot6tipo com o sistema de gerenciamento, facilitando a utiliza-
cao do sistema;

c) melhorar os resultados obtidos com um retreinamento mais longo do
modelo Sentece-BERT.
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APENDICE A — QUESTIONARO APLICADO

1. Em geral, as recomendagdes do protétipo Ihe ajudaram no seu trabalho?
2. De que forma o protétipo mais Ihe ajudou? 2

3. Atualmente o sistema recomenda 5 chamados anteriores. Qual vocé considera
que seria o nimero adequado? 3

4. De que forma vocé gostaria de interagir com o sistema? Diretamente integrado
no sistema de gestdo, um aplicativo no celular, ...? Por qué??

O campo aceitava respostas de 0 a 10
O campo aceitava respostas da norma de texto livre

3 O campo aceitava uma resposta numérica
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