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RESUMO

Os incêndios florestais representam um dos maiores desafios ambientais no Brasil
e no mundo, ameaçando a biodiversidade, contribuindo para a emissão de gases de
efeito estufa e causando sérios prejuízos econômicos e sociais. Este trabalho compara
diferentes modelos de inteligência artificial baseados em visão computacional com o
objetivo de detectar incêndios com ou sem fumaça. A partir de imagens públicas anota-
das, os modelos YOLO, Faster R-CNN e Vision Transformer passaram por fine-tuning
e foram avaliados sob diferentes métricas, como tempo de inferência e acurácia, na
identificação de incêndios e/ou fumaças em diferentes cenários. Através da análise
de imagens aéreas, este trabalho busca responder à questão “Como a visão compu-
tacional pode auxiliar na identificação de áreas com focos ativos de incêndios?”. Os
modelos avaliados são considerados estado da arte e tiveram seus desempenhos e
viabilidade prática avaliados, auxiliando pesquisas futuras à tomada de decisão sobre
o modelo mais adequado para utilização. Para alcançar essa meta, foram definidas
etapas como a reunião e análise de imagens, o fine-tuning dos modelos, análises
de métricas geradas e testes com imagens, visando ao final delas, que os modelos
desenvolvidos sejam capazes de identificar incêndios com precisão comparável ao
estado da arte. Adicionalmente, a pesquisa comparou o desempenho dos diferentes
modelos implementados, além de demonstrar o potencial da visão computacional como
ferramenta para o monitoramento ambiental e a gestão de recursos naturais. Como
resultado, foi identificado que, apesar do modelo Faster R-CNN ter obtido os melhores
valores para as métricas recall e acurácia, seu tempo de inferência pode inviabilizá-lo
para cenários de tempo real. Ao contrário, o modelo YOLO obteve valores interessantes
para as métricas mAP, F1-score e precisão, além de ser o mais leve entre os três,
sugerindo seu potencial uso em aplicações que necessitam de detecções rápidas e em
tempo real com recursos limitados.

Palavras-chave: visão computacional; inteligência artificial; incêndios florestais; moni-
toramento ambiental.



ABSTRACT

Fire outbreaks represent one of the greatest environmental challenges in Brazil and
worldwide, threatening biodiversity, contributing to greenhouse gas emissions and
causing serious economic and social losses. This article compares different artificial
intelligence models based on computer vision, with the aim of identifying fires with
or without smoke in forest regions. With analysis of public images, the models YOLO,
Faster R-CNN and Vision Transformer were fine-tuned and tested using different
metrics to evaluate, such as inference time and accuracy, in identifying fires and/or
smoke in different situations. Through the analysis of aerial images, the model seeks to
answer “How computer vision can help in the identification of areas with fire outbreaks?”.
The models are considered state-of-the-art and their performance and usability were
evaluated, helping future research to decide which model is most appropriate for use.
To achieve this goal, steps were defined, such as the collection and analysis of images,
model fine-tuning, analyzing generated metrics and testing with images. At the end of
these steps, the developed model is expected to accurately identify fire hotspots with
high precision. Additionally, the research compared the performance of the different
models, demonstrates the potential of computer vision as a tool for environmental
monitoring and natural resource management. The result showed identified that the
Faster R-CNN model has the best values for the metrics recall and accuracy, but the
inference time may make it unfeasible for real-time situations. However, the YOLO model
has interesting values for the mAP, F1-score and precision metrics, and is also the
lightest between the three, suggesting its potential use in applications that require fast
and real-time detections with limited resources.

Keywords: computer vision; artificial intelligence; forest fires; environmental monitoring.
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1 INTRODUÇÃO

Os incêndios �orestais, que já são uma preocupação constante, têm se

intensi�cado nos últimos anos. A cada evento alarmante, são gerados cada vez mais

impactos severos das secas extremas, principalmente na Amazônia, como as de 2005,

2010 e 2015/2016, apresentadas por Souza et al. (2023) que resultaram na redução

drástica dos níveis dos rios e na degradação da biodiversidade. Além disso, o desmata-

mento tem aumentado a vulnerabilidade da �oresta no pós-incidente, di�cultando sua

recuperação e, consequentemente, tornando-a mais suscetível a eventos climáticos

extremos (Souza et al., 2023). Esses incêndios não apenas devastam imensas áreas

de vegetação nativa, como também causam impactos relevantes na fauna, deslocando

e matando animais, e ameaçam comunidades inteiras, que precisam lidar com a deteri-

oração da qualidade do ar e com os riscos à saúde. Este trabalho de conclusão propõe

entender e explorar melhor o uso da aplicação de visão computacional para identi�car

áreas que podem estar sofrendo queimadas ou incêndios.

Ao falarmos de regiões brasileiras, no Centro-Oeste o cenário não é menos

alarmante. Em 2020, um aumento de 41% nos focos de incêndio foi registrado no

Pantanal Norte, re�exo direto da seca prolongada e do uso do fogo para manejo de

pastagens. Esse tipo de prática tem gerado danos irreparáveis à vegetação nativa,

à fauna e aos recursos hídricos (Shimokawa; Mendes; Oliveira-Junior, 2024). Além

dos impactos ecológicos, incêndios �orestais geram consequências sociais signi�cati-

vas; cidades próximas às áreas afetadas têm registrado degradações signi�cativas na

qualidade do ar. Na Amazônia, por exemplo, a fumaça das queimadas contém micropar-

tículas inaláveis em níveis muito acima do “seguro”, agravando doenças respiratórias

como a COVID-19, especialmente em crianças e idosos (Fearnside, 2024a), contudo, a

comunidade médica já está alerta na correlação entre o aumento das queimadas e o

surgimento de problemas pulmonares (Maia, 2024).

Conforme o Ministério da Ciência, Tecnologia e Inovação do Brasil (MCTI)

publicou em seu relatório 1, as projeções climáticas para o Brasil indicam que secas

prolongadas e ondas de calor podem se intensi�car devido às mudanças climáticas.

Estima-se que a temperatura em algumas regiões brasileiras suba em 4°C até o �nal do

século, aumentando ainda mais a frequência de queimadas. Além de previsões, o órgão

nos informa que o Brasil é responsável por aproximadamente 2,91% das emissões de

gases de efeito estufa no contexto global; sendo os incêndios �orestais um dos grandes

contribuintes e que esses eventos têm implicações diretas na economia, com perdas

estimadas em R$ 3,6 bilhões anuais devido a desastres climáticos.
1 Mudança do clima no Brasil. 2024. 106 f. Ministério da Ciência, Tecnologia e Inova-

ção do Brasil, Brasília, 2024. Disponível em: <https://www.gov.br/mcti/pt-br/acompanhe-o-
mcti/cgcl/arquivos/Relatorio_Mudanca_Clima_Brasil.pdf>. Acesso em: 04 dez. 2024.
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Por meio do Portal Terrabrasilis 2, plataforma de dados geográ�cos adminis-

trada pelo INPE, pode ser acessado o Portal de Queimadas, que fornece uma tabela

com o índice de focos de incêndio registrado em 2024, comparando os países da

América do Sul. Conforme a Figura 1 da seção “Fundamentação Teórica”, no resultado

da pesquisa observa-se que o Brasil está em primeiro colocado nesse ranking, mais do

que o dobro da Bolívia (recebendo a segunda colocação da lista).

A tecnologia tem desempenhado um papel cada vez mais relevante para

reduzir a incidência de queimadas. Com o avanço de drones, satélites e modelos

de visão computacional, é possível identi�car e monitorar em tempo real, além de

prever condições climáticas que favoreçam o surgimento de novos incêndios. Visando

a prevenção, os recursos evoluíram em ambientes urbanos e industriais. A SMH Siste-

mas (empresa que atua há 30 anos no ramo de engenharia de combate a incêndios)

apresenta em sua matéria 3, tecnologias utilizadas em data centers, onde sistemas

inteligentes de detecção de fumaça e fogo, bem como soluções automáticas de su-

pressão de incêndios, protegem infraestruturas críticas. Esses avanços tecnológicos

oferecem uma atuação integrada e proativa na prevenção e controle de incêndios,

complementando as iniciativas tradicionais e ampliando o alcance das medidas de

combate. Em conjunto com políticas públicas e a conscientização da sociedade, a

aplicação de soluções tecno-cientí�cas é um passo importante na luta para reduzir a

incidência de queimadas e minimizar seus efeitos devastadores sobre o meio ambiente

e as populações afetadas.

O avanço de recursos tem desempenhado um papel fundamental no que

tange ao meio ambiente e sustentabilidade, visando, principalmente, a prevenção e o

combate a incêndios �orestais. Analisando esse cenário e tendo grandes preocupações

com o futuro, surge a seguinte questão de pesquisa que guia este trabalho: “Como a

visão computacional pode ser aplicada para identi�car áreas com focos ativos

de incêndios?” . Este trabalho será realizado com base na necessidade de soluções

tecnológicas que mitiguem os impactos do fogo na natureza, contribuindo para a

preservação da fauna, �ora e saúde pública, residindo na integração entre tecnologias

emergentes e a conservação ambiental.

A proposta deste estudo está alinhada com esses avanços globais, com o

objetivo de desenvolver e implementar uma solução tecnológica baseada em modelos

de visão computacional que permita identi�car incêndios com ou sem fumaça em

regiões de mata, que posteriormente pode ser embarcada em drones.
2 Programa Queimadas do INPE. Instituto Nacional de Pesquisas Espaciais, São Paulo. Disponível em:

< https://terrabrasilis.dpi.inpe.br/queimadas/portal/>. Acesso em: 29 de nov. de 2024.
3 As Tecnologias para Combate a Incêndio mais utilizadas na Proteção de Data Centers e Ambientes

de Missão Crítica. SMH Sistemas. Disponível em: <https://www.smh.com.br/protecao-contra-incendio-
para-data-center/>. Acesso em: 10 de out. de 2024.
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1.1 Justi�cativa

Os incêndios �orestais representam um desa�o crescente, especialmente

no Brasil, onde eventos dessa natureza têm aumentado signi�cativamente nos últimos

anos (Felix, 2024). Esses desastres acarretam consequências graves para o meio

ambiente, como a destruição de fauna e �ora, além de impactos diretos na qualidade do

ar, que afetam a saúde humana (Fidalgo; Fernandes, 2023). Embora existam soluções

tecnológicas, como as apresentadas por Moura (2019), como drones equipados com

câmeras térmicas e bolas extintoras, sua aplicação ainda é limitada e pouco difundida, o

que evidencia a necessidade de explorar novas abordagens no setor ambiental (Moura,

2019).

Se o problema permanecer sem atenção, a frequência e a gravidade dos

incêndios �orestais tendem a se intensi�car, resultando em secas prolongadas, perdas

de biodiversidade e riscos à saúde das populações expostas (Fidalgo; Fernandes,

2023). Essas consequências, a curto e longo prazo, reforçam a urgência de desenvolver

estratégias preventivas mais e�cazes e acessíveis.

O presente trabalho propõe o uso de visão computacional como uma so-

lução para monitorar áreas com risco e ocorrências de incêndios �orestais. Visão

computacional é uma ciência recente. Milano e Honorato (2010) de�nem esse recurso

como a forma como um computador “enxerga” o meio à sua volta a partir de imagens

ou vídeos capturados por câmeras, sensores e outros dispositivos (Milano; Honorato,

2010). O olho humano consegue perceber e interpretar objetos em uma imagem de

forma muito rápida. Isso acontece dentro do córtex visual do cérebro, uma das partes

mais complexas no sistema de processamento e, se baseando nisso, cientistas concen-

tram seus estudos nessa parte para trazer ideias para a área de visão computacional,

sendo o que pesquisadores do Massachusetts Institute of Technology (MIT) de�nem

como “ensinar computadores a enxergarem como humano” (Milano; Honorato, 2010).

Projetadas especialmente para o uso de dados bidimensionais, o projeto fará

uso de Convolutional Neural Network - Redes Neurais Convolucionais (CNN), redes

neurais com camadas que processam e reconhecem dados estruturados em grade. Os

dados são representados por diferentes “atributos” internos e, independentemente da

dimensionalidade da entrada ou do tipo dos dados (imagem, som, vídeo ou até uma

coleção desordenada de recursos). A representação pode sempre ser achatada em

um vetor. No entanto, as características especí�cas que de�nem cada um dos atributos

não são consideradas na transformação. Contudo, é possível explorar essas estruturas

com o uso de Redes Neurais Convolucionais. A convolução discreta realizada é a

transformação linear que preserva as noções de ordenação (Ferreira, 2021).

O uso de CNN visa não apenas a detecção precoce, mas também a pre-

venção desses eventos, contribuindo diretamente para a preservação ambiental. Além
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disso, a aplicação prática do projeto tem potencial para ser integrada em sistemas de

monitoramento em tempo real, bene�ciando tanto organizações ambientais quanto a

sociedade como um todo. Trazendo a ideia prática e viável de prevenção, este trabalho

mostra o impacto positivo que a tecnologia pode ter no combate aos incêndios �orestais,

promovendo melhorias indiretas na qualidade do ar, preservação da biodiversidade e a

redução dos danos causados ao meio ambiente e às populações humanas.

1.2 De�nição do Problema

Conforme Fidalgo e Fernandes (2023), o crescente aumento das ocorrên-

cias de incêndios no Brasil tem gerado sérias consequências ambientais, sociais e

econômicas, colocando em risco a biodiversidade, a qualidade do ar e a vida de inú-

meras espécies, incluindo a humana. Em 2019, por exemplo, o Pantanal registrou o

maior número de focos de incêndio da década, e, em 2020, observou-se um aumento

de 41% dos focos concentrados na parte norte, quando comparado ao ano anterior

(Shimokawa; Mendes; Oliveira-Junior, 2024). Esses números evidenciam a urgência de

soluções tecnológicas e�cazes para enfrentar o problema.

A questão principal que norteia este estudo é: como a visão computacional

pode ser aplicada na identi�cação de áreas com ocorrência de queimadas? Para

isso, a pesquisa propõe uma solução baseada em machine learning, que, ao treinar

diferentes modelos de visão computacional e compará-los entre si, possibilitará a

identi�cação de áreas em que incêndios estejam ocorrendo. Assim, espera-se fornecer

uma ferramenta e�ciente que auxilie pro�ssionais especializados a tomarem decisões

rápidas e assertivas, reduzindo o impacto ambiental e preservando o ecossistema e a

biodiversidade brasileira.

Com isso, surge a dúvida: “Quais são as técnicas e abordagens necessárias

para desenvolver um modelo de machine learning baseado em visão computacional

que permita identi�car e monitorar, em tempo real, padrões em regiões com diferentes

climas, vegetações e relevos, com o objetivo de detectar focos ativos de incêndio com

ou sem fumaça em regiões �orestais?”

1.3 Objetivo Geral

O objetivo geral deste trabalho é avaliar diferentes modelos de machine

learning baseados em visão computacional para identi�car padrões em regiões com

diferentes climas, vegetações e relevos, visando detectar incêndios com ou sem fumaça

em regiões �orestais.
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1.4 Objetivos especí�cos

Os objetivos especí�cos deste trabalho são:

a) Coletar datasets públicos com imagens de áreas com focos ativos de

incêndios com e sem fumaça, em diferentes estágios e vegetações;

b) Treinar e ajustar modelos de visão computacional para realizar a detecção

de fogo e fumaça;

c) Analisar e comparar métricas resultantes do treinamento entre os dife-

rentes modelos;

d) Testar os modelos com imagens.
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2 FUNDAMENTAÇÃO TEÓRICA

Neste capítulo, serão apresentados os principais conceitos, teorias e debates

acadêmicos relevantes ao tema. O estudo consiste na literatura especializada e será

dividido entre temas, permitindo uma maior compreensão dos eventos e estabelecer

as conexões necessárias para a condução da pesquisa. Este capítulo apresentará

conceitos sobre incêndios e seus impactos, visão computacional e machine learning e

o uso de tecnologias em aeronaves remotamente pilotadas.

2.1 Incêndios �orestais e seus impactos

Ao pensarmos em incêndio, pensamos em fogo, em ardência, em calor e

até mesmo em combustão. Para compreender de forma mais clara esta seção, Silva

et al. (2018) nos apresentam suas de�nições: “combustão” é uma ação que libera

calor como consequência da mistura de uma substância combustível com um oxidante

(substância que se mistura com oxigênio). “Fogo” é um exemplo de processo de

combustão acompanhado por fumaça, chama ou ambos. Já “incêndio” é a combustão

rápida do fogo que se alastra de forma descontrolada, ou seja, basicamente é o fogo

fora do controle (Silva et al., 2018).

De acordo com Valencia-Zuleta et al. (2024), os incêndios de grandes pro-

porções representam uma ameaça crescente à biodiversidade, afetando espécies

aquáticas, semiaquáticas e fossoriais, como anuros, crocodilianos e quelônios. Esses

eventos de combinação de seca e fogo destroem habitats importantes, aumentando a

vulnerabilidade de diversas espécies e di�cultando sua detecção durante situações de

emergência (Valencia-Zuleta et al., 2024). Incêndios �orestais representam um desa�o

ambiental e social signi�cativo, com consequências para a biodiversidade, o clima

e as comunidades locais. Fearnside (2024b) aborda os impactos das queimadas na

Amazônia, ressaltando a conexão entre desmatamento e a propagação da queimada.

Ele destaca que os incêndios resultam em perdas signi�cativas de carbono do solo,

além de liberarem grandes quantidades de gás carbônico na atmosfera, contribuindo

para o aquecimento global. Esses eventos são principalmente de origem antropogênica,

tendo seus pontos de ignição gerados pela expansão de atividades humanas, como a

pecuária e a exploração madeireira (Fearnside, 2024b).

Fearnside (2024b) alega também que os incêndios geram níveis elevados

de micropartículas PM2.5 (inaláveis), que ultrapassam os limites recomendados pela

Organização Mundial da Saúde (OMS), prejudicando a saúde respiratória das popula-

ções locais (Fearnside, 2024b). Considerando que os eventos tenham, principalmente

origem humana, Shimokawa, Mendes e Oliveira-Junior (2024) nos traz que o fogo é

utilizado como uma ferramenta de manejo, contudo, causa sérios riscos ambientais;
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mais de 50% dos focos de incêndio ocorreram em áreas de pastagem, devido à frequên-

cia de queimadas propositais para facilitar o manejo do gado (Shimokawa; Mendes;

Oliveira-Junior, 2024). Além da Amazônia, outra região afetada é o Pantanal, com um

aumento de 41% dos focos de incêndio em 2020 em comparação ao ano anterior,

sendo um re�exo da seca prolongada e do uso do fogo proposital para limpeza de

pastos (Shimokawa; Mendes; Oliveira-Junior, 2024).

Alegando também que as queimadas no Brasil são majoritariamente causa-

das por atividades humanas, como o manejo inadequado do solo, Rodrigues (2024) nos

argumenta que a educação ambiental e o treinamento de comunidades para práticas

sustentáveis podem reduzir signi�cativamente esses eventos (Rodrigues, 2024). Já

Pimentel, Costa e Cunha (2024), esclarecem que as secas afetam 81,3% das áreas

rurais e 50% das áreas urbanas, referindo-se às atividades de serviço como: agricultura,

ecossistemas e abastecimento de água (Pimentel; Costa; Cunha, 2024).

Explorando a plataforma Terrabrasilis, site que nos informa dados geográ�-

cos (administrado pelo MCTI), podemos ter acesso ao Programa de Queimadas, portal

que apresenta informações atualizadas sobre incêndios e queimadas, de diferentes

formas em diferentes regiões. Citado anteriormente (na seção Introdução), conforme a

Figura 1 o resultado de uma das pesquisas nos mostra que o Brasil está em primeiro

lugar na lista dos países da América do sul com o maior número de focos de incên-

dio registrados no ano de 2024 (com 268.362 focos); mais que o dobro do segundo

colocado no ranking (Bolívia, com 89.729 focos registrados).

Figura 1 – Focos de incêndio entre os países da América do Sul em 2024.

Fonte: Ministério da Ciência, Tecnologia e Inovação (2024).

Analisando agora a Figura 2, podemos ressaltar que em 2024, o Brasil teve

quase 500.000 km² de sua área queimada e que por pouco, situa-se atrás apenas do

ano de 2007.

E por �m, as Figuras 3 e 4, mostram que estados com biomas do tipo

Amazônia, Caatinga e Cerrado se tornam mais vulneráveis a terem focos de incêndio,
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Figura 2 – Grá�co sobre áreas queimadas no Brasil, com o passar dos anos.

Fonte: Ministério da Ciência, Tecnologia e Inovação (2024).

devido à grande atividade agropecuária e a fatores climáticos, como umidade e clima

das localizações.

Figura 3 – Área brasileira queimada conforme o bioma.

Fonte: Ministério da Ciência, Tecnologia e Inovação (2024).

A �m de mitigar esses efeitos, Souza, Vale e Chaves (2024) nos trazem

ideias de proteção contra tais eventos, como o uso de plantas de baixa in�amabilidade

para criação de uma “barreira verde”, di�cultando a propagação do fogo (Souza; Vale;

Chaves, 2024). Existe também a proposta de Morais (2004) que aborda o uso de
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Figura 4 – Grá�co sobre focos de incêndio no Brasil, dividido por estados.

Fonte: Ministério da Ciência, Tecnologia e Inovação (2024).

tecnologias para combater incêndios �orestais, destacando avanços em monitoramento,

prevenção e resposta rápida. Ele cita o uso de Big Data como integração de dados

para análise e tomada de decisões estratégicas e machine learning para aplicação de

algoritmos para prever e classi�car regiões vulneráveis a incêndios.

2.2 Visão computacional e Machine learning

Tratando-se do ramo de Inteligência Arti�cial (IA), Braga et al. (2019) apre-

sentam como uma ciência da computação que imita os processos de pensamento

humano, a capacidade de aprendizagem e o armazenamento de conhecimento. Essa

tecnologia, quando comparada a um humano, foi capaz de demonstrar uma gama maior

de informações diante da combinação de previsões feitas por seres humanos com

as previsões de um algoritmo de aprendizado de máquina (machine learning) (Braga

et al., 2019). Existem diversas abordagens de aprendizado e cada categoria possui

seus próprios algoritmos de treinamento e modelos resultantes. Para treinamento de

modelos, são utilizados os algoritmos de machine learning.

Segundo Calanca, Matheus e Raphaell (2023), machine learning permite

que os computadores aprendam e melhorem seu desempenho através de um conjunto

de dados. Para esse ensinamento são utilizadas técnicas como:

a) Aprendizado supervisionado: computadores são treinados utilizando

exemplos de entrada e saída correspondente. Esse tipo de aprendi-

zado é utilizado principalmente como modelo de classi�cação, onde com

ele, é possível identi�car padrões associados a diferentes categorias;

b) Aprendizado não supervisionado: neste aprendizado os computadores
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exploram dados não rotulados para descobrir padrões e estruturas ocul-

tas. Uma técnica comum para este tipo de aprendizado é o agrupamento,

processo de juntar e categorizar grupos de dados;

c) Aprendizado semi-supervisionado: aqui temos um exemplo onde parte

dos dados é rotulada e outra parte é não rotulada. Esses modelos ana-

lisam dados rotulados, identi�cando padrões e relacionamentos e, em

seguida, aplicam esses padrões aos dados não rotulados, tornando pos-

sível assim, o sistema fazer previsões ou recomendações, por exemplo;

d) Aprendizado por reforço: neste modelo, um sistema é treinado para

tomar sequência de decisões, recebendo recompensas ou penalidades

em troca, visando que a aplicação aprenda a tomar as melhores ações

para maximizar as recompensas ao longo do tempo;

Esses são exemplos de treinamento de modelos de machine learning em que

há interferência humana envolvida, porém uma IA vai além disso, sendo capaz de agir e

aprender mais com base no que foi aprendido por ela mesma anteriormente (Calanca;

Matheus; Raphaell, 2023). Como exemplos de tarefas de mineração de dados que são

treinadas por meio de aprendizado supervisionado, destacam-se a classi�cação e a

regressão. A classi�cação tem como objetivo prever categorias discretas, rotulando

os dados com base em exemplos previamente identi�cados, ou seja, é usada para

identi�car e separar os dados em grupos de�nidos. Já a regressão busca modelar a

relação entre variáveis independentes e uma variável dependente contínua, ou seja, é

aplicada para prever um valor numérico, analisando como diferentes fatores in�uenciam

esse resultado, sendo amplamente aplicada em contextos como a previsão de receitas

de vendas (Monard; Baranauskas, 2003).

Neste estudo, o foco é em uma especí�ca área de IA que aplica técnicas

de machine learning, a visão computacional utilizando o modelo de aprendizado su-

pervisionado para classi�cação. Desde seu surgimento, a visão computacional tinha o

objetivo de criar “olhos” para as máquinas, possibilitando que sistemas automáticos

interpretem imagens e padrões visuais (Milano; Honorato, 2010). Nagao (2024) nos

mostra que as aplicações já utilizadas deste instrumento incluem:

a) Mapas de calor: identi�car movimentos e alocar cores relacionadas ao

volume de tráfego para diferentes áreas, ajudando a de�nir e testar novas

estratégias de layouts (Figura 5);

b) Espelhos virtuais e mecanismos de recomendação: para experiências de

clientes, espelhos virtuais (equipados com câmera de visão computacio-

nal e tecnologia de realidade aumentada) podem se tornar o foco central

da personalização e melhoria da experiência, sendo possível exibir uma
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Figura 5 – Rastreamento de tráfego com visão computacional.

Fonte: Dijkinga (2024).

ampla gama de informações contextuais, melhorando a conexão com os

consumidores (Figura 6);

Figura 6 – Espelho virtual utilizando visão computacional.

Fonte: Voutik (2018).

c) Análise de dados: em lojas, os sistemas detectam padrões em tráfegos

para identi�car setores e itens mais acessados, fazendo assim, com que

seja possível impulsionar de forma mais rápida campanhas de marketing

e mensagens personalizadas (Figura 7);

d) Gestão de estoque: em estabelecimentos que necessitam de um controle

de seus itens, é possível automatizar a contagem de ciclo de inventário

utilizando visão computacional (Figura 8);

e) Prevenção de perdas: observando comportamento de pessoas para

identi�car atitudes suspeitas relacionadas à fraude ou roubo (Figura 9);



Capítulo 2. Fundamentação Teórica 20

Figura 7 – Rastreamento de produtos utilizando visão computacional.

Fonte: Koptelov (2022).

Figura 8 – Gestão de estoque com visão computacional.

Fonte: Toshniwal (2023).

f) Análises de multidão: rastreando jornadas de pessoas por um deter-

minado local, além de poder calcular o tempo gasto para determinada

ação e garantir que os estabelecimentos ou pessoas sigam protocolos

padronizados (Figura 10);

g) Planogramas: analisando determinado objeto e veri�car seu posiciona-

mento, determinando se estão ou não fora de ordem (Figura 11).

Fora as apresentadas, existem mais tarefas que utilizam essa tecnologia

(como reconhecimento facial de celulares no dia a dia). A cada novo uso que surge

para esse recurso, o departamento responsável pela implementação se revoluciona,

permitindo a reunião de insights valiosos e a otimização de operações (Nagao, 2024).

A aplicação de visão computacional em drones permite a detecção rápida e precisa
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Figura 9 – Prevenção de roubos com visão computacional.

Fonte: Vina (2024).

Figura 10 – Contador de pessoas utilizando visão computacional.

Fonte: VisualCortex (2025).

de incêndios, mesmo em condições adversas. Combinados a algoritmos de machine

learning, esses sistemas podem aprender a identi�car padrões característicos de

fumaça e fogo, otimizando as operações de monitoramento e combate (Machado,

2019).

Conforme O'shea e Nash (2015), as Redes Neurais Convolucionais (CNNs)

são um tipo de rede neural projetada para processar dados estruturados como ima-

gens, sendo amplamente utilizadas em visão computacional. Elas se destacam por sua

capacidade de capturar padrões espaciais e relacionamentos entre pixels, tornando-

se ideais para tarefas como reconhecimento facial, diagnóstico médico, sistemas de
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Figura 11 – Alinhamento de estacionamento utilizando visão computacional.

Fonte: Lynn (2025).

segurança e classi�cação de imagens. Voulodimos et al. (2018) defendem a ideia

de que CNNs superam métodos tradicionais (que dependem da extração manual de

características) em tarefas como detecção de objetos e reconhecimento de padrões.

Eles nos apontam exemplos de datasets utilizados para treinamento e validação de

modelos, como o MNIST (conjunto de imagens em tons de cinza de dígitos manuscri-

tos), o CIFAR (imagens de objetos naturais em cores), o COIL (conjunto de imagens

3D de objetos rotacionados) e o Youtube-8M (banco massivo de vídeos rotulados com

categorias) (Voulodimos et al., 2018).

Como todo treinamento, existem desa�os no caminho, problemas como

over�tting (quando o modelo “memoriza” o conjunto usado no treinamento, prejudicando

sua capacidade de generalizar). Contudo, técnicas como regularização por dropout

(técnica que desativa aleatoriamente conexões entre neurônios durante o treinamento,

reduzindo dependências especí�cas) podem ser utilizadas para contornar o empecilho

(Voulodimos et al., 2018).

Conforme Moumgiakmas, Samatas e Papakostas (2021), alguns dos mo-

delos de algoritmos populares de visão computacional incluem o YOLO (You Only

Look Once), um sistema de detecção de objeto capaz de prever classes e classi�car

objetos em apenas uma única passagem da imagem) (Redmon et al., 2016); o Faster

R-CNN, um modelo que alinha uma rede Region Proposal Network - Rede de Pro-

postas Regionais (RPN), tecnologia que prevê simultaneamente limites de objetos e

pontuações de objetividade em cada posição), com uma rede neural profunda utilizada

para processamento de dado em forma de grade (Ren et al., 2015); e o VGG-16, um al-

goritmo baseado em estruturas de redes neurais profundas, contando com 16 camadas

(Simonyan; Zisserman, 2014). Moumgiakmas, Samatas e Papakostas (2021) também
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citam que classes de redes neurais como a CNN possuem precisões com valores

acima de 90% de acerto em cenários perfeitos (dataset bem balanceado, escolha de

parâmetros e tipo do modelo escolhido) (Moumgiakmas; Samatas; Papakostas, 2021).

2.3 Modelos de detecção de objetos

Jiang et al. (2022) apresentam o YOLO como um modelo de detecção de

objetos de única etapa que utiliza regressão para prever “caixas” delimitadoras, fazendo

com que ele seja altamente e�ciente para grandes conjuntos de dados. Sua popula-

ridade tem crescido devido à sua capacidade de oferecer alta velocidade e precisão,

sendo uma alternativa viável para aplicações em tempo real. Além disso, segundo

Jiang et al. (2022), o YOLO é amplamente utilizado em monitoramento ambiental,

reconhecimento de placas de veículos para segurança pública e na agricultura para

identi�cação de pragas e colheitas. No futuro, espera-se que o modelo continue sendo

aprimorado para alcançar maior precisão e que continue sendo integrado a dispositivos

embarcados, permitindo análises ainda mais rápidas e e�cientes em tempo real.

No site o�cial da Ultralytics1, empresa responsável pelo modelo, é possível

encontrar a documentação que de�ne hiperparâmetros e con�gurações que afetam

o desempenho, a velocidade e a precisão do treinamento do modelo. Alguns dos

parâmetros incluem:

a) epochs: número total de passagem completa por todo conjunto de dados;

b) batch: quantidade de imagens que a rede processa de uma vez antes de

atualizar os pesos durante o treinamento;

c) patience: número de épocas sem melhoria nas métricas de validação

antes de parar o treino antecipadamente;

d) imgsz: tamanho da imagem alvo para treino;

e) optimizer : escolha do optimizador para ajustar os pesos da formação;

f) lr0: taxa de aprendizagem inicial;

g) weight_decay: termo de regularização L2, que penaliza os pesos grandes

para evitar o sobreajuste.

Conforme evidenciado no estudo de Neto et al. (2024), não são somente os

parâmetros que in�uenciam no resultado do modelo. O número de imagens utilizadas

no treinamento exerce a maior in�uência sobre a performance �nal do YOLO, seguido

pela quantidade de épocas e, por último, pela taxa de aprendizado. O autor revelou que

quanto maior o número de imagens, melhor a rede aprende os padrões e variações

das classes; e que mais épocas permitem o re�namento dos pesos. Porém, sem dados
1 https://www.ultralytics.com/pt/yolo
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su�cientes o modelo tende a memorizar o treino ( over�tting ). Número de imagens

e número de épocas estão diretamente relacionados: mais imagens permitem mais

épocas sem over�tting . Já a taxa de aprendizado precisa ser ajustada de acordo com o

volume de dados e épocas: poucos dados funcionam com taxa de aprendizado menor

e menos épocas e muitos dados funcionam com taxa de aprendizado mais alta e

mais épocas. A interação entre esses parâmetros mostra que a ampliação do dataset

possibilita a utilização de taxas de aprendizado mais elevadas e um maior número

de épocas sem comprometer a capacidade de generalização do modelo. Assim, o

planejamento adequado desses parâmetros é essencial para garantir a estabilidade do

treinamento e evitar problemas como over�tting .

A Tabela 1 e a Tabela 2 resumem as principais recomendações mostradas

no estudo de Neto et al. (2024), citando como os parâmetros interagem entre si e

impactam a performance dos modelos.

Tabela 1 – In�uência dos parâmetros no desempenho do modelo.

Parâmetro Recomendação Observações

Nº de imagens Quanto mais, melhor Aprendizado mais completo dos
padrões e variações; permite
mais épocas sem over�tting.

Nº de épocas Aumentar com mais
dados

Re�namento dos pesos; com
poucos dados pode causar over-
�tting.

Taxa de aprendi-
zado

Ajustar conforme da-
dos e épocas

Poucos dados exigem taxa me-
nor e menos épocas; muitos da-
dos permitem taxa maior e mais
épocas.

Fonte: O autor.

Tabela 2 – Relações entre os parâmetros no desempenho do modelo.

Parâmetros Tipo de Relação Observações

Imagens e épocas Direta Mais imagens permitem mais
épocas sem over�tting.

Taxa e dados Proporcional ao vo-
lume de dados

Volume maior de dados possibi-
lita taxas de aprendizado mais
altas.

Ajuste conjunto Planejamento inte-
grado dos parâmetros

Garante estabilidade no treina-
mento e reduz risco de over�t-
ting.

Fonte: O autor.
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Como base de comparação, Patki (2024) traz a base para o entendimento

de outros modelos. O autor apresenta o Faster R-CNN como uma solução precisa

e poderosa para a detecção de objetos. No artigo, o modelo é exposto como uma

arquitetura de duas etapas, onde inicialmente uma RPN gera propostas de regiões de

interesse a partir de um mapa de características extraído por uma rede backbone (rede

responsável por extrair as características da imagem), e posteriormente, essas regiões

são re�nadas e classi�cadas por meio do Fast R-CNN detection head, a “cabeça” por

trás do modelo. Um dos destaques do modelo é a utilização do RoI Pooling, técnica

responsável por selecionar as regiões de interesse e transformar seus mapas de

características em um tamanho �xo, independentemente do tamanho da região original.

Assim, é permitido que as áreas mapeadas sejam processadas por camadas totalmente

conectadas para a previsão da classe e a regressão das coordenadas dos objetos

detectados. Conforme Patki (2024) o ponto forte do Faster R-CNN ocorre principalmente

em cenários com maior rigor de precisão.

Sitaula e Hossain (2021) apresentam o modelo VGG-16, uma rede convolu-

cional profunda amplamente utilizada para extração de características em tarefas de

classi�cação e detecção de imagens. Conforme comentado, o VGG-16 é conhecido

por sua arquitetura composta por blocos de convolução com �ltros pequenos (3 ×3) e

camadas de pooling (operação feita para diminuir o tamanho dos mapas de caracte-

rísticas e evitar sobreajuste), organizados de forma hierárquica para capturar desde

informações mais simples até padrões mais complexos.

No estudo de Ali et al. (2024), os modelos YOLO e VGG-16 são combinados

entre si, cada um atuando em uma etapa distinta do processo: enquanto o YOLO

é responsável pela detecção de objeto nas imagens, localizando e delimitando as

regiões, o VGG-16 atua posteriormente na classi�cação das detecções anteriormente

realizadas. Ali et al. (2024) mostram que essa divisão de funções é essencial porque

o YOLO não realiza identi�cação individual, apenas mostra a localização do objeto,

enquanto o VGG-16, por sua estrutura de rede convolucional voltada para classi�cação

de imagens, é capaz de diferenciar e reconhecer as características.

Já em estudos como os de Tan et al. (2021) e Olorunshola, Jemitola e

Ademuwagun (2023), a comparação é feita entre os modelos de detecção. Os princi-

pais resultados de comparação foram obtidos analisando métricas como mAP (Mean

Average Precision) e IoU (Intersection over Union). Conforme Wang (2022), mAP é

uma medição utilizada para avaliar a precisão de um modelo de detecção de objetos.

Ela calcula a média das precisões para todas as classes presentes no conjunto de

dados e mede o quão bem o modelo detecta objetos corretamente, ou seja, quanto

maior o mAP, melhor o modelo. Um mAP de 80% signi�ca que, em média, o modelo

tem 80% de precisão na detecção das classes avaliadas. Já Rezato�ghi et al. (2019)
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cita que IoU mede a sobreposição entre a caixa predita pelo modelo e a caixa real, ou

seja, mede a precisão da localização do objeto. Quanto maior o IoU, melhor a detecção

do modelo. Um IoU de 0.5 (50%) é um padrão mínimo para considerar uma detecção

válida, enquanto 0.75 ou mais indica alta precisão.

A comparação realizada por Tan et al. (2021) destaca um equilíbrio entre

precisão e velocidade, fatores essenciais para aplicações práticas. O estudo revelou

que o Faster R-CNN alcançou a maior precisão (mAP de 87,69%), enquanto o YOLO

foi signi�cativamente mais rápido (51 FPS) e ainda manteve uma precisão considerável

(mAP de 80,17%). Para aplicações em tempo real, o YOLO se mostra mais vantajoso

devido à sua alta velocidade, sendo também mais e�ciente para execução em hard-

ware menos potente, como dispositivos móveis e drones. Por outro lado, Tan et al.

(2021) cita que o Faster R-CNN, apesar de oferecer maior precisão, tem um alto custo

computacional e baixa velocidade (7 FPS), o que o torna inviável para cenários que

exigem resposta rápida. Em amostras mais difíceis, o YOLO manteve sua vantagem

em velocidade (69 FPS), enquanto o Faster R-CNN apresentou um pequeno ganho

de precisão (79,63%), mas com uma velocidade extremamente baixa (3 FPS). Dessa

forma, para aplicações que exigem rapidez e e�ciência computacional, o YOLO se

destaca como a melhor escolha.

O estudo de Olorunshola, Jemitola e Ademuwagun (2023) destaca uma

diferença fundamental entre velocidade e precisão. O YOLO, sendo um modelo de uma

etapa, é mais rápido e e�ciente para tarefas em tempo real, alcançando até 54 FPS em

aplicações de monitoramento por drones, com um mAP de 74,36% a um IoU de 50.

Por essa razão, é amplamente utilizado para vigilância aérea e aplicações de tráfego.

Já o Faster R-CNN, por ser um modelo de duas etapas, é mais preciso, atingindo um

mAP de 82% em aplicações como reconhecimento facial e diagnósticos médicos, onde

a alta precisão é essencial. Olorunshola, Jemitola e Ademuwagun (2023) revisa mais

de 30 estudos e conclui que o YOLO é a opção mais popular, tornando-se uma escolha

interessante para aplicações que exigem velocidade e e�ciência computacional. Por

outro lado, o Faster R-CNN, apesar de mais preciso, pode não ser adequado para

aplicações em tempo real devido ao seu maior custo computacional. Assim, a escolha

entre os dois depende da necessidade especí�ca: o YOLO é mais vantajoso para

cenários que exigem alta velocidade, enquanto o Faster R-CNN é melhor quando a

precisão é prioridade.

Já Fu (2022) cita outro tipo de modelo utilizado na detecção de objetos. O

autor escreve que o Vision Transformer (ViT ) surgiu como uma proposta inovadora para

tarefas de visão computacional, adaptando o mecanismo de autoatenção (mecanismo

que permite o modelo avaliar a importância de diferentes partes de uma mesma

entrada), que foi desenvolvido primeiramente para o Processamento de Linguagem
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Natural (NLP). Diferente das CNNs, que utilizam �ltros locais para extrair características

espaciais de uma imagem, o ViT trabalha com relações globais entre as regiões

da imagem, isto é, considera a in�uência de cada parte da imagem sobre todas as

demais simultaneamente, sem se limitar apenas a áreas vizinhas ou próximas. Isso

permite que um pixel no canto superior esquerdo in�uencie a interpretação de um

objeto no canto inferior direito, se houver relação entre eles, algo que as CNNs não

fazem, pois estas olham apenas regiões locais. Isso é possível porque o ViT divide a

imagem em pequenos patches ou fragmentos, transforma cada um em um vetor de

embeddings (representações numéricas de dados) e aplica um mecanismo de self-

attention, mecanismo que calcula a importância relativa entre todos os dados, no caso

patches, simultaneamente, considerando suas interações em toda a imagem. Segundo

Fu (2022), essa abordagem permite que os ViTs aprendam padrões de longo alcance

sem depender de vieses estruturais locais, como as CNNs dependem de convoluções.

Conforme Han et al. (2022), ao eliminar a necessidade de operações convo-

lucionais, os ViTs passaram a se destacar em diversas aplicações, como classi�cação

de imagens, detecção de objetos, segmentação semântica e reconhecimento em vídeo.

Os autores ressaltam que, embora os ViTs inicialmente enfrentassem di�culdades para

generalizar bem com conjuntos de dados pequenos, essa limitação foi contornada com

o uso de pré-treinamento em datasets numerosos, como o JFT-300M2 e o JFT-3B3.

Além disso, os autores destacam que arquiteturas híbridas, que combinam CNNs e

transformers, também vêm sendo exploradas para unir as vantagens de ambos os

paradigmas.

Fu (2022) expõe que a e�ciência e a versatilidade dos ViTs são evidenciadas

por seus resultados em benchmarks famosos, como o ImageNet. De acordo com Khan

et al. (2022), o ViT-L treinado no gigantesco dataset JFT (contendo 300 milhões de

imagens) apresentou uma melhora de 13% na acurácia do ImageNet em comparação

com sua versão treinada apenas no ImageNet. Além disso, o estudo aponta soluções

para os desa�os computacionais dos transformers, como o uso de deformable attention,

axial attention e window attention, técnicas que viabilizam a aplicação e�ciente do

self-attention em imagens de alta resolução visando a redução do custo quadrático

(custo que cresce proporcionalmente ao quadrado do número de elementos de entrada)

tradicional dessa operação. Khan et al. (2022) cita que outros modelos derivados, como

o Deformable DETR ou Swin Transformer, também con�rmam esse avanço, otimizando

custo operacional, proporcionando tempos de treinamento até 10× menores e melhor

desempenho em detecção de objetos em imagens pesadas sem sacri�car a precisão.

Por �m, segundo Fu (2022), a arquitetura do Vision Transformer evoluiu para

diferentes especializações e variações. Existem versões como o PVT (Pyramid Vision
2 https://paperswithcode.com/dataset/jft-300m
3 https://paperswithcode.com/dataset/jft-3b
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Transformer), que reduz a complexidade da autoatenção incorporando hierarquias

multi-escala, criando representações da imagem em diferentes níveis de resolução,

semelhantes às CNNs, além disso, modelos como o TimeSformer foram adaptados

para vídeo, aplicando autoatenção temporal (relações entre diferentes momentos)

e espacial (relações entre diferentes regiões de um frame) de forma sequencial. O

autor conclui que a diversidade de variantes demonstra que o potencial dos Vision

Transformers não está apenas em superar as CNNs em tarefas tradicionais como a

classi�cação de imagens, mas também em abrir novas possibilidades para aplicações

complexas e multimodais em visão computacional, como o poder de reconhecimento

de emoções em vídeos ou a geração de imagens a partir de descrições.
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3 PROCEDIMENTOS METODOLÓGICOS

Esta seção descreve os procedimentos metodológicos adotados para de-

senvolver o trabalho, especi�cando as etapas, ferramentas e técnicas utilizadas para

alcançar os objetivos propostos anteriormente.

3.1 Metodologia de pesquisa

Esta pesquisa procura explorar os fatores associados aos incêndios �ores-

tais no Brasil, com foco nas causas, nos impactos ambientais e sociais e nas possíveis

soluções tecnológicas para sua detecção e combate. O estudo foi conduzido por meio

de uma abordagem exploratória, dividida em etapas metodológicas que garantem a

profundidade e a validade cientí�ca dos resultados. Para uma abordagem de cate-

gorização dos dados, utilizou-se a proposta de Gil (2002), que nos apresenta como

principal característica a organização das informações com base em características

comuns e com o intuito de identi�car padrões.

3.1.1 Tipo de pesquisa

A pesquisa é exploratória, com ênfase qualitativa e quantitativa, buscando

identi�car padrões. Conforme Gil (2002), a pesquisa exploratória se caracteriza por ter o

propósito de permitir ao pesquisador conseguir entender determinado evento, identi�car

variáveis relevantes e conduzir estudos posteriores mais conclusivos, aprimorando as

ideias.

3.1.2 Etapas metodológicas

a) Etapa 1: revisão bibliográ�ca;

b) Etapa 2: coleta de imagens;

c) Etapa 3: experimentos;

d) Etapa 4: análise dos resultados;

Na primeira etapa um levantamento bibliográ�co foi realizado, abrangendo

fontes como artigos cientí�cos em bases de dados reconhecidas, relatórios institucio-

nais, livros e teses relacionados a incêndios �orestais, inteligência arti�cial e impacto

ambiental. Os tópicos investigados incluíram temas como Métodos de detecção e

monitoramentos de queimadas, métodos de previsão de áreas com riscos de incên-

dios, tecnologias emergentes contra tais eventos e impactos sociais, econômicos e

ambientais.

A segunda etapa teve foco na coleta das imagens. As imagens foram obtidas

a partir de fontes secundárias, como bases públicas disponibilizadas na comunidade
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técnico-cientí�ca. O dataset escolhido deveria conter imagens com e sem fogo, com e

sem fumaça, visando um treinamento baseado em diferentes eventos, além de imagens

térreas e aéreas.

Já na terceira etapa, foram conduzidos experimentos utilizando três arquitetu-

ras de modelos de detecção de objetos: YOLO, Faster R-CNN e Vision Transformer. Foi

realizado o �ne-tuning dos modelos pré-treinados com base no conjunto de dados sele-

cionado. Os treinamentos incluíram o pré-processamento das imagens, organização

das anotações e divisão entre dados de treino, validação e teste. Após o treinamento,

cada modelo foi avaliado, além da análise da inferência visual dos modelos sobre novas

imagens.

Por �m, na quarta etapa, realizou-se a análise dos resultados, por meio

de uma abordagem qualitativa e quantitativa. A abordagem qualitativa ocorreu na

interpretação das classi�cações feitas pelos modelos de visão computacional, avaliando

a relevância das áreas apontadas pelo modelo. Já a abordagem quantitativa envolveu

a mensuração de métricas dos modelos utilizados.

3.2 Procedimentos metodológicos

3.2.1 Coleta de bases de imagens

Visando o treinamento, o modelo precisou de imagens para conseguir cada

vez mais identi�car padrões nas fotos/vídeos. Para isso, sites como Kaggle1, Robo�ow 2

e UCI Machine Learning Repository3 disponibilizam datasets gratuitos para treinamento

de modelos. A base escolhida foi retirada do Robo�ow , contendo 1.847 imagens com

pequenos focos, grandes incêndios, fumaças claras, escuras e em diferentes ângulos

(aéreo e térreo). O dataset foi dividido entre imagens de treinamento, validação e testes,

respectivamente 75% - 10% - 15%, como o trabalho apresentado por Neto et al. (2024).

3.2.2 Desenvolvimento do algoritmo (treinamento e ajuste do modelo YOLO)

Após a coleta e organização de imagens, o desenvolvimento foi iniciado. A

�m de realizar o primeiro treinamento, o modelo escolhido foi o YOLO. Nesta etapa,

o desenvolvimento foi realizado dentro de um notebook da plataforma Kaggle. No

ambiente, realizou-se o upload do dataset, as importações dos módulos, treinamento

do modelo, projeção das métricas e, em primeira instância, testes com algumas imagens

para termos resultados visíveis e correções de erro no código.

Para de�nir os parâmetros �nais do �ne-tuning (processo que adapta um

modelo pré-treinado para uma tarefa especí�ca) do YOLO, foram escolhidos valores
1 https://www.kaggle.com/datasets
2 https://universe.robo�ow.com/
3 https://archive.ics.uci.edu/
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similares aos utilizados por Dave et al. (2023). Neste caso, os autores utilizaram

um número próximo de imagens (1.619 imagens) próximo ao que foi utilizado neste

trabalho de conclusão (1.847), 120 épocas (epochs) de treinamento e a versão número

8 do modelo. Dessa forma, espera-se que a demanda computacional e em termos de

parâmetros também estejam próximos.

Após a de�nição dos parâmetros, foi realizado o carregamento da biblio-

teca Ultralytics, a importação do modelo pré-treinado YOLOv8n, a con�guração do

treinamento com parâmetros como epochs, batch, imgsz e patience, e em seguida o

treinamento do modelo sobre o conjunto de dados. Ao �nal do processo, o modelo foi

testado com imagens especí�cas para avaliar visualmente a e�cácia das predições e

ajustar, se necessário, os parâmetros.

3.2.3 Desenvolvimento do algoritmo (treinamento e ajuste do modelo Faster R-CNN)

Para uma abordagem comparativa com o YOLO, foi utilizado também o mo-

delo Faster R-CNN. O treinamento foi desenvolvido na mesma plataforma, aproveitando

as bibliotecas do PyTorch4 e Torchvision5, bibliotecas mesmas que disponibilizam im-

plementações pré-treinadas do Faster R-CNN. A escolha dos parâmetros de �ne-tuning

desse modelo se baseou no trabalho de Hung et al. (2020), que treinaram o Faster

R-CNN utilizando aproximadamente 1.500 imagens e 200 épocas de treinamento.

Inicialmente, as imagens e os rótulos foram convertidos para o formato

compatível com a estrutura do PyTorch, e foram de�nidos os parâmetros de data

augmentation. Em seguida, o modelo foi carregado com pesos pré-treinados, realizando

o �ne-tuning para as classes do projeto.

O processo de treinamento incluiu a de�nição do número de épocas, taxa

de aprendizado (learning rate), otimizador (SGD) e tamanho de batch. Por �m, as

predições foram testadas sobre imagens para veri�cação visual da qualidade das

detecções.

3.2.4 Desenvolvimento do algoritmo (treinamento e ajuste do modelo ViT )

Além dos modelos baseados em CNN, foi implementado também o modelo

utilizando transformers, o ViT. O modelo foi implementado com apoio das bibliotecas

Timm6 e Transformers7, utilizando uma versão pré-treinada do ViT e adaptada para

tarefas de detecção com �ne-tuning . O processo de �ne-tuning e escolha de parâmetros

foram inspirados no trabalho de (Smith; Du; Kurien, 2023), que utilizaram Vision Trans-

formers com 200 épocas de treinamento para detecção de objetos utilizando imagens
4 https://pytorch.org/
5 https://pytorch.org/vision/stable/index.html
6 https://timm.fast.ai/
7 https://huggingface.co/docs/transformers/en/index
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de baixa resolução e um conjunto de imagens contendo 1600 imagens, característica

semelhante ao cenário deste trabalho.

O código iniciou com o pré-processamento das imagens (redimensiona-

mento, normalização e aplicação de data augmentation). O modelo ViT foi carregado

com modelos pré-treinados, e adaptado para a tarefa de detecção com o acréscimo

de uma cabeça de saída customizada para as classes do projeto. Os parâmetros que

se basearam no trabalho de Smith, Du e Kurien (2023) foram número de épocas, taxa

de aprendizado e batch, valores estes que mostraram ser adequados para conjuntos

deste tamanho.

3.2.5 Avaliação dos modelos

Em sucessão ao treinamento do modelo, sua e�cácia foi testada utilizando

imagens estáticas e vídeos previamente salvos no computador. O modelo será execu-

tado para analisar imagens, com resultados já concluídos, selecionadas anteriormente.

Essas simulações permitiram avaliar a precisão do modelo na detecção de focos ati-

vos de incêndio. Estudos como o de Khanam, Asghar e Hussain (2025), apresentam

métricas que permitem avaliar e mensurar a qualidade das detecções de um modelo:

a) Verdadeiros Positivos (TP) - ocorre quando o modelo detecta correta-

mente um objeto na imagem;

b) Verdadeiros Negativos (TN): ocorre quando o modelo não detecta ne-

nhum tipo de objeto em regiões onde realmente não há nenhum objeto

presente;

c) Falsos Positivos (FP) — ocorre quando o modelo identi�ca um objeto

onde não há nenhum, ou a detecção está mal posicionada;

d) Falsos Negativos (FN) - ocorre quando há um objeto real na imagem,

mas o modelo não consegue detectar;

e) Acurácia - avalia o percentual de acertos, sendo obtida pela razão entre

a quantidade de acertos e o total de entradas. Quanto maior seu valor,

melhor será a capacidade do modelo de classi�car corretamente as

detecções:

Acurácia = TP+TN
TP+TN+FP+FN

f) Precisão - avalia a quantidade de verdadeiros positivos sobre a soma

de todos os valores positivos. Quanto maior seu valor, menor será a

quantidade de falsos alarmes, o que indica que o modelo é con�ável:

Precisão = TP
TP+FP
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g) Recall : mede a proporção de objetos relevantes detectados corretamente.

Quanto maior o valor, menor a chance de o modelo deixar de detectar

objetos reais, ou seja, é fundamental para garantir cobertura completa

da imagem:

Recall = TP
TP+FN

h) F1-Score: avalia o equilíbrio entre detectar todos os objetos (recall) e

errar pouco (precisão), trazendo o valor da média harmônica entre as

duas métricas. Quanto maior seu valor, melhor será o desempenho do

modelo ao combinar baixa taxa de falsos positivos e alta taxa de detecção

correta:

F1-Score = 2 � Precisão� Recall
Precisão+Recall

i) mAP (Mean Average Precision): é a média da precisão do modelo em

diferentes situações de detecção. Avalia o quão bem o modelo identi�ca

corretamente os objetos e suas posições. Quanto maior seu valor, melhor

será a capacidade do modelo em detectar corretamente a posição e o

tipo dos objetos, com alta con�ança:

mAP = 1
N

P N
i APi

Onde N é o número de classes e APi é a precisão média para a classe i

j) IoU (Intersection over Union): avalia a sobreposição entre a caixa predita

pelo modelo e a caixa delimitadora real do objeto. Quanto maior o valor

de IoU, mais precisa é a localização do objeto detectado.

IoU = Área da interseção
Área da união

k) Tempo de inferência: tempo médio que o modelo leva para fazer a predi-

ção em uma imagem. Quanto menor o tempo, melhor será a aplicabili-

dade do modelo em cenários de tempo real.

Além das métricas apresentadas por Khanam, Asghar e Hussain (2025),

este projeto também monitorou métricas relacionadas à e�ciência computacional e à

performance operacional do modelo:

a) Tempo total de treinamento - mede a duração total para que o modelo

�nalize o processo de aprendizado. Quanto menor for o tempo, mais

e�ciente será o processo de desenvolvimento do modelo;
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b) Tamanho do modelo �nal - espaço em disco ocupado pelo modelo trei-

nado gerado. Quanto menor, melhor para �ns de armazenamento, porta-

bilidade e implantação em dispositivos com recursos limitados;

c) Utilização de GPU durante o treinamento - quantidade de memória GPU

utilizada, indicando a demanda pelos recursos grá�cos disponíveis. Valo-

res menores demonstram o uso mais e�ciente dos recursos computacio-

nais disponíveis;

d) Utilização de RAM durante o treinamento - quantidade de memória usada

no treinamento do modelo. Valores menores demonstram uma execução

mais leve e e�ciente;

e) Latência na inferência - tempo médio que o modelo leva para processar

e gerar uma predição. Quanto menor for seu valor, mais adequado será

o modelo para aplicações que exigem resposta imediata;

f) Tempo médio de treinamento por época - tempo gasto em cada ciclo com-

pleto de treinamento. Quanto menor o valor, maior será a velocidade de

aprendizado por ciclo, favorecendo experimentos e ajustes mais rápidos:

Tempo médio por época = Tempo total
Número de épocas

A Tabela 3 resume as métricas utilizadas neste trabalho, acompanhadas de

suas respectivas descrições.
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Tabela 3 – Métricas utilizadas na avaliação dos modelos.

Métrica Descrição Melhor Valor

Acurácia (%) Percentual de predições corre-
tas.

Maior

mAP@50 (%) Média da precisão para IoU �
0,5.

Maior

mAP@[50:95] (%) Média da precisão em múltiplos
IoUs.

Maior

F1-score Média harmônica entre preci-
são e recall.

Maior

Precisão Proporção de acertos entre pre-
dições positivas.

Maior

Recall Proporção de acertos entre ca-
sos positivos reais.

Maior

Inferência (ms) Tempo por predição. Menor

Trein. Total (h) Duração total do treinamento. Menor

Temp. Época (min) Tempo médio por época. Menor

Tam. Modelo (MB) Tamanho do arquivo �nal do
modelo.

Menor

GPU (MB) Uso de memória da GPU. Menor

RAM (MB) Uso de RAM durante execução. Menor

Latência (ms) Tempo entre entrada e saída da
predição.

Menor

Fonte: O autor.
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4 RESULTADOS

A presente seção descreve os resultados obtidos com o desenvolvimento

deste projeto, evidenciando as metas a serem alcançadas e os potenciais impactos

que terá perante diferentes frentes. Os resultados representam a materialização dos

objetivos traçados.

4.1 Resultados do modelo YOLO

Inicialmente, o treinamento do modelo YOLO foi realizado com base no artigo

de Dave et al. (2023), que indicava o uso de 120 épocas. No entanto, os resultados

obtidos com esse treinamento apresentaram métricas insatisfatórias, com indícios

de over�tting e baixo desempenho. Diante disso, optou-se por realizar uma nova

abordagem: treinar o modelo em diferentes estágios de 25 em 25 épocas, até atingir

novamente as 120 épocas. O objetivo foi observar o comportamento do modelo ao

longo do tempo e identi�car em qual ponto ele atinge o melhor resultado. A Tabela 4

apresenta os principais resultados obtidos para os diferentes estágios de treinamento.

Tabela 4 – Resultados do modelo YOLO em diferentes épocas de treinamento. Valores em negrito
são os melhores por métrica.

Métrica 25 ép. 50 ép. 75 ép. 100 ép. 120 ép.

Acurácia (%) 63.39 64.71 62.82 63.23 62.66

mAP@50 (%) 65.82 66.75 65.90 65.27 64.09

mAP@[50:95] (%) 41.93 42.84 42.39 41.76 40.13

F1-score (%) 63.18 64.18 62.80 62.98 62.55

Precisão (%) 67.01 70.56 64.06 67.15 65.29

Recall (%) 62.57 58.86 61.59 59.30 60.03

Inferência (ms) 7.11 7.55 7.74 6.75 6.83

Latência (ms) 17.65 18.27 18.45 35.21 32.88

Trein. Total 6min 13min 20min 25min 30min

Temp. Época 15.19s 15.59s 16.43s 15.36s 15.19s

Tam. Modelo (MB) 5.96 5.96 5.96 5.96 5.96

Over�tting Não Não Leve Sim Sim

Uso GPU 347 MB 329 MB 317 MB 341 MB 341 MB

Uso RAM 3892 MB 4089 MB 4127 MB 4125 MB 4159 MB

Fonte: O autor.
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O estudo de Padilla, Netto e Silva (2020) apresenta mAP@[50:95], mAP@50,

F1-score, precisão e recall como métricas de extrema importância, respectivamente

nessa ordem, para a avaliação de modelos de detecção de objetos. Com base nos

dados gerados, o melhor desempenho foi alcançado com 50 épocas de treinamento.

Esse treinamento apresentou os melhores valores em mAP@50, mAP@[50:95], F1-

score e precisão. Segundo Venturini (2023), over�tting ocorre quando os valores das

métricas de avaliação para o conjunto de validação continuam melhorando (ou se

mantêm), mas as métricas para o conjunto de teste pioram; ou então, há divergência

crescente entre validação e teste. Com 50 épocas de treinamento, o modelo não sinais

de over�tting . Em contrapartida, o modelo treinado com 120 épocas demonstrou uma

queda em quase todas as métricas e apresenta indícios claros de over�tting , o que

prejudica sua capacidade de generalização.

A Figura 12 apresenta um grá�co de linhas mostrando valores da mé-

tricamAP@[50:95] (que conforme Padilla, Netto e Silva (2020) é a métrica mais impor-

tante de avaliação) para o conjunto de validação e de teste do treinamento em todas as

épocas. Nela, é possível observar que, até o treinamento de 75 épocas, o valor para

o conjunto de teste estava maior, sinais de que não houve over�tting , porém, de 100

épocas em diante, o valor de mAP@[50:95] para o conjunto de validação já ultrapassa

o valor do conjunto de teste, indicando positividade para over�tting . Conforme Venturini

(2023), não é apenas uma métrica isolada que determina a presença de over�tting . É

fundamental analisar o conjunto completo de métricas de desempenho (como acurácia,

F1-score, precisão e recall) em ambos os conjuntos (validação e teste) antes de con-

cluir. A métrica mAP@[50:95], embora muito relevante, representa apenas uma das

possíveis evidências ao comparar o desempenho entre os conjuntos avaliados.

Ainda na Figura 12, ao analisar a variação de valores de mAP@[50:95] para

o conjunto de teste, nota-se que até 50 épocas de treinamento, o valor da métrica estava

em crescimento, e que após atingir o ápice (em 50 épocas), começou uma queda até

120 épocas do treinamento, mostrando uma tendência de degradação do desempenho

do modelo. Essa queda pode estar relacionada à ocorrência de over�tting , uma vez

que o modelo passa a se ajustar aos dados de treinamento, perdendo capacidade de

generalização.

A Figura 13 e a Figura 14 são comparações de duas inferências geradas a

partir dos modelos treinados com 50 e 120 épocas, respectivamente. Pode-se observar

que, na Figura 13, na imagem com 50 épocas, o fogo foi detectado com con�anças

de 89% e 43%, e a fumaça com 92%, enquanto na imagem com 120 épocas, os

mesmos focos foram detectados com con�ança de 83% e 28%, e a fumaça com 96%.

Já na Figura 14, nota-se uma vantagem na capacidade de detecção, uma vez que o

treinamento com 120 épocas conseguiu capturar 2 focos a mais de incêndio do que o
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Figura 12 – Comparação de mAP@[50:95] entre os conjuntos de validação e teste do modelo
YOLO.

Fonte: O autor.

treinamento com 50 épocas. Dentro da Figura 15, a imagem com 50 épocas os focos

de fogo foram detectados com 44% e 63% e a fumaça com 85%, enquanto na imagem

com 120 épocas os focos foram detectados com 63% e 56% (outros dois valores não

identi�cados) e a fumaça com 80%.

Figura 13 – Primeira comparação entre inferências do YOLO com 50 e 120 épocas.

Fonte: O autor.

Comparando a inferência com a anotação real da imagem, observa-se que,

no modelo de 50 épocas, o fogo foi detectado com boa sobreposição em relação à

anotação real, enquanto a fumaça foi identi�cada de forma clara, visualmente até

melhor em relação à anotação, como é possível observar na Figura 15.
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