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RESUMO
Este trabalho apresenta o desenvolvimento de um aplicativo móvel para a plataforma An-
droid destinado ao controle manual de um robô e ao reconhecimento de ambientes internos
por meio de técnicas de visão computacional. O aplicativo permite a comunicação com o
robô por comandos de rede, o controle de suas funções principais via socket Transmission
Control Protocol (TCP) e a exibição do streaming de vídeo no smartphone via requisi-
ção Hypertext Transfer Protocol (HTTP). Também foi implementado um subsistema de
reconhecimento de ambientes utilizando a biblioteca OpenCV em conjunto com os al-
goritmos Local Binary Pattern (LBP) e K-Nearest Neighbors (KNN). Nesse subsistema,
os ambientes são previamente mapeados a partir de quatro imagens correspondentes às
direções norte, leste, sul e oeste, sendo posteriormente comparados com novas imagens
para estimar o ambiente atual. Na versão validada neste trabalho, as imagens utilizadas
no reconhecimento foram obtidas a partir da galeria do smartphone, embora a implemen-
tação tenha sido organizada para permitir, futuramente, a substituição dessa fonte por
frames do vídeo do robô. Os resultados indicaram que a solução foi funcional no escopo
avaliado, demonstrando potencial para aplicação de uma abordagem de baixo custo no
reconhecimento de ambientes internos.

Palavras-chave: robótica móvel. visão computacional. OpenCV. LBP. KNN. Android.



ABSTRACT
This work presents the development of a mobile application for the Android platform
designed for the manual control of a robot and the recognition of indoor environments
using computer vision techniques. The application allows communication with the robot
via network commands, control of its main functions via Transmission Control Protocol
(TCP) socket, and display of streaming video on the smartphone via Hypertext Transfer
Protocol (HTTP) request. An environment recognition subsystem was also implemented
using the OpenCV library together with the Local Binary Pattern (LBP) and K-Nearest
Neighbors (KNN) algorithms. In this subsystem, environments are previously mapped
from four images corresponding to the north, east, south, and west directions, and subse-
quently compared with new images to estimate the current environment. In the version
validated in this work, the images used for recognition were obtained from the smart-
phone’s gallery, although the implementation was organized to allow, in the future, the
replacement of this source with frames from the robot’s video. The results indicated
that the solution was functional within the evaluated scope, demonstrating potential for
applying a low-cost approach to indoor environment recognition.

Keywords: mobile robotics. computer vision. OpenCV. LBP. KNN. Android.
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1 INTRODUÇÃO

A robótica móvel tem se consolidado como uma das áreas mais dinâmicas e rele-

vantes dentro da ciência da computação e da engenharia, com aplicações que vão desde a

indústria até serviços de assistência e monitoramento. Um dos maiores desa�os dessa área

é a capacidade de perceber o ambiente e localizar-se adequadamente, etapa fundamental

para qualquer forma de navegação autônoma. Nesse contexto, a visão computacional

surge como um dos instrumentos mais promissores, pois permite extrair informações ri-

cas a partir de câmeras, que são sensores de baixo custo e amplamente disponíveis. Em

particular, o avanço de bibliotecas de código aberto, como a OpenCV, aliado a técnicas

de aprendizado supervisionado, como o algoritmo K-Nearest Neighbors (KNN), ampliou

as possibilidades de aplicação prática da visão computacional em sistemas embarcados.

No contexto da robótica móvel, diversos métodos têm sido estudados para resolver

o problema da localização e navegação em ambientes internos. Embora existam soluções

robustas baseadas em sensores dedicados, como Light Detection and Ranging (LiDAR)

e sistemas de múltiplas câmeras, essas abordagens, muitas vezes, apresentam custo ele-

vado e complexidade de integração. Nesse cenário, surge a oportunidade de explorar

alternativas mais acessíveis, que utilizem câmeras comuns acopladas ao robô e realizem o

processamento em dispositivos móveis. O smartphone, além de ser uma plataforma am-

plamente disponível, oferece poder computacional su�ciente para executar algoritmos de

visão computacional e aprendizado supervisionado, como OpenCV e KNN, tornando-se

uma opção viável para pesquisas acadêmicas de baixo custo.

O problema de pesquisa que orienta este trabalho consiste em investigar a viabili-

dade e a e�cácia do uso de técnicas de visão computacional e aprendizado supervisionado

para localização de robôs móveis em ambientes internos, quando o processamento é re-

alizado em um aplicativo Android. Mais especi�camente, busca-se responder à seguinte

questão: até que ponto o uso do KNN, aliado a descritores visuais extraídos via OpenCV,

permite identi�car corretamente a posição ou o ambiente em que o robô se encontra?

Essa formulação não trata da possibilidade de implementação em si, mas da análise da

precisão, robustez e limitações da abordagem adotada, o que contribui para avaliar seu

potencial de uso em sistemas reais de navegação autônoma.

A relevância deste trabalho está tanto no campo acadêmico quanto no prático.

Do ponto de vista acadêmico, o estudo se justi�ca por integrar conceitos de aprendizado

supervisionado e visão computacional aplicados em dispositivos móveis, temas cada vez

mais explorados na área de robótica móvel. Na prática, o projeto busca desenvolver uma

solução acessível para auxiliar na localização de robôs em ambientes internos. Dessa
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forma, o trabalho demonstra a importância de investigar alternativas simples e de baixo

custo para problemas reais da robótica.

Assim, esta pesquisa procura unir conceitos de visão computacional e aprendi-

zado de máquina à prática de desenvolvimento em Android, a �m de investigar soluções

acessíveis e e�cazes para a localização de robôs móveis em ambientes internos.

1.1 Objetivo geral

Desenvolver um aplicativo móvel para a plataforma Android, destinado ao controle

manual de um robô e à obtenção de sua localização por meio de técnicas de processamento

de imagens.

1.2 Objetivos especí�cos

ˆ Desenvolver um aplicativo para dispositivos Android que possibilite o controle ma-

nual do robô, incluindo a transmissão e exibição da imagem da câmera em tempo

real.

ˆ Implementar um subsistema de localização baseado em processamento de imagens,

utilizando a biblioteca OpenCV em conjunto com o algoritmo KNN, com o objetivo

de identi�car o ambiente no qual o robô está inserido.

ˆ Realizar testes experimentais para avaliar a acurácia e a robustez do subsistema de

localização proposto.

ˆ Documentar o processo de desenvolvimento, os métodos empregados e as decisões

de projeto, visando aprimoramentos e expansões futuras do sistema.

1.3 Organização do texto

O texto está organizado da seguinte forma: No Capítulo 2 é apresentada a fun-

damentação teórica, conhecimentos adquiridos ao longo do processo de pesquisa para

a realização do trabalho. No Capítulo 3 são apresentadas as especi�cações e a imple-

mentação do aplicativo. O Capítulo 4 mostra quais validações foram realizadas para cada

operação do aplicativo e os resultados obtidos. Por �m, o Capítulo 5 discute os resultados,

os objetivos alcançados, as oportunidades de melhoria e trabalhos futuros.



2 FUNDAMENTAÇÃO TEÓRICA

Neste capítulo, será apresentada uma visão geral sobre os principais conceitos en-

volvidos na movimentação autônoma de robôs móveis, destacando os pontos relacionados

à localização, que é um dos temas centrais deste trabalho. São abordados os fundamentos

da robótica móvel, do algoritmo KNN, do uso da biblioteca OpenCV e da arquitetura de

aplicações Android, que juntos formam a base teórica necessária para o desenvolvimento

da proposta.

2.1 Movimentação, Navegação e Localização em Robôs Móveis

A robótica móvel é uma área da robótica que se concentra no desenvolvimento de

sistemas capazes de se locomover de maneira autônoma em ambientes diversos, utilizando

sensores, algoritmos de percepção, localização, mapeamento e planejamento para tomar

decisões e executar tarefas. Esses sistemas não apenas se movem, mas também interagem

com o ambiente, tomam decisões e adaptam seu comportamento a partir das informações

percebidas.

De acordo com Niloy et al. (2021), �Robôs que podem se mover de forma autônoma

e tomar decisões inteligentes, percebendo seus ambientes e objetos ao redor, são conhecidos

como robôs móveis autônomos�. Este tipo de robô tem aplicações crescentes em indústrias,

residências, hospitais, ambientes comerciais e até em missões de exploração.

O desenvolvimento de robôs móveis autônomos envolve uma série de subsistemas

que trabalham de forma integrada. Segundo Niloy et al. (2021), os componentes essenciais

de um sistema de robótica móvel incluem: �locomoção, percepção, cognição, navegação,

localização, mapeamento, planejamento de trajetória e desvio de obstáculos�. Cada um

desses elementos desempenha um papel fundamental no funcionamento do robô e na sua

capacidade de se deslocar de maneira e�caz no ambiente.

2.1.1 Locomoção

A locomoção refere-se à capacidade física do robô de se mover no ambiente. Essa

movimentação pode ocorrer de diferentes formas, dependendo do tipo de terreno, dos

requisitos da aplicação e das restrições de projeto. De acordo com Niloy et al. (2021),

�Mecanismos de locomoção são necessários em robôs móveis para que eles se movam pelos

ambientes onde desempenham suas tarefas, o que pode ser alcançado por meio de uma

compreensão adequada da cinemática, dinâmica e do mecanismo do sistema�.
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Os principais tipos de locomoção incluem:

ˆ Locomoção com rodas: é o método mais comum devido à simplicidade, baixo custo,

e�ciência energética e facilidade de controle. Existem variações como rodas padrão,

rodas caster, rodas omnidirecionais (como as suecas ou mecanum) e rodas esféricas

(NILOY et al., 2021).

ˆ Locomoção com pernas: inspirada na natureza, oferece maior mobilidade em ter-

renos irregulares, sendo utilizada em robôs bípedes, quadrúpedes, hexápodes, entre

outros. Contudo, apresenta maior complexidade de controle e consumo energético

(NILOY et al., 2021).

ˆ Locomoção por esteiras: oferece estabilidade e capacidade de atravessar terrenos

macios ou irregulares, sendo comuns em robôs de resgate e exploração (NILOY et

al., 2021).

ˆ Outros métodos não convencionais: incluem locomoção serpentina, combinando ro-

das e pernas (walking wheels), ou ainda sistemas inspirados no movimento de insetos

e animais (NILOY et al., 2021).

A escolha do sistema de locomoção está diretamente relacionada à tarefa que o

robô irá desempenhar e às características do ambiente.

2.1.2 Percepção

A percepção é responsável por permitir que o robô obtenha informações do am-

biente e compreenda sua própria posição em relação a ele. De acordo com Niloy et al.

(2021), �Percepção se refere à capacidade de ver, ouvir ou tornar-se consciente do ambi-

ente ao redor�. Esse processo envolve sensores, algoritmos de processamento de dados e

modelos de representação do ambiente.

Os sensores podem ser classi�cados em:

ˆ Proprioceptivos: medem o estado interno do robô, como velocidade, aceleração,

inclinação e orientação.

ˆ Exteroceptivos: capturam informações do ambiente externo, como distância de ob-

jetos, presença de obstáculos, textura de superfícies, entre outros.

Dentre os sensores mais comuns estão:

ˆ Sensores ultrassônicos e infravermelhos: utilizados para detecção de obstáculos e

medição de distância (ILIAS et al., 2016).
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ˆ Câmeras Red, Green, Blue (RGB) e Red, Green, Blue - Depth (RGB-D): permitem

a obtenção de informações visuais e de profundidade, essenciais para reconhecimento

de objetos e mapeamento tridimensional (LIU, 2022).

ˆ Light Detection and Ranging (LiDAR): fornece medições precisas de distância em

2D ou 3D, extremamente útil para Simultaneous Localization and Mapping (SLAM)

e navegação indoor (NILOY et al., 2021).

ˆ Inertial Measurement Unit (IMU): composta por acelerômetros, giroscópios e mag-

netômetros, fornece dados sobre movimento e orientação (NILOY et al., 2021).

A percepção não ocorre de forma isolada. Segundo Niloy et al. (2021), �a inte-

gração de múltiplos sensores é quase sempre útil para fundir ou combinar diversas fontes

de informações sensoriais em um único formato representacional�. Essa fusão de dados

permite aumentar a con�abilidade e a precisão das informações utilizadas pelos demais

sistemas do robô.

2.1.3 Cognição

A cognição refere-se à capacidade do robô de interpretar os dados sensoriais, tomar

decisões e gerar comandos de alto nível. De acordo com Niloy et al. (2021), �Após a

percepção, a cognição desempenha um papel fundamental ao permitir que o robô processe

informações, compreenda situações e planeje ações de forma adequada�.

Esse processo inclui:

ˆ Interpretação do ambiente: entender objetos, espaços, obstáculos e mudanças no

cenário.

ˆ Tomada de decisão: selecionar ações com base nos objetivos de�nidos, condições do

ambiente e regras programadas ou aprendidas.

ˆ Aprendizado: alguns sistemas incorporam aprendizado de máquina para melhorar

seu desempenho ao longo do tempo.

A cognição é, portanto, a ponte entre percepção e navegação, permitindo que o

robô não apenas reaja, mas também antecipe eventos e adapte seu comportamento.

2.1.4 Localização e Mapeamento

A localização e o mapeamento são processos fundamentais para que o robô entenda

onde está e como é o ambiente ao seu redor. Segundo Niloy et al. (2021), �O fator-chave

da navegação é a localização, que ajuda a otimizar o ponto de operação do robô dentro

do ambiente�.
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ˆ Mapeamento: consiste na criação de uma representação do ambiente, que pode ser

métrica (mapas baseados em coordenadas), topológica (representações de conexões

entre espaços) ou híbrida. De acordo com Li et al. (2019), existem diversos padrões

de mapas indoor, como IndoorGML, CityGML, Industry Foundation Classes (IFC)

e Indoor OpenStreetMap, cada um com características especí�cas.

ˆ Localização: é a capacidade de determinar a posição do robô no mapa criado. Em

ambientes indoor, onde não há sinal de Global Positioning System (GPS), são utili-

zadas técnicas como SLAM, algoritmos de correspondência de características visuais

e métodos baseados em sensores ultrassônicos ou de distância.

Liu (2022) destaca que, para ambientes dinâmicos, é necessário utilizar algoritmos

que consigam distinguir objetos estáticos e dinâmicos, evitando que elementos móveis

prejudiquem a precisão do mapeamento e da localização.

Em termos práticos, a localização responde diretamente à pergunta �Onde estou?�,

que é a base sobre a qual todo o restante da navegação se apoia. Sem saber sua posição

no ambiente, o robô não pode planejar caminhos, evitar obstáculos de maneira e�ciente

ou sequer garantir que está se movendo na direção correta.

Existem diversas abordagens para localização, dependendo do tipo de sensores e

da representação do ambiente:

ˆ Localização baseada em mapas e sensores: utiliza correspondência entre dados sen-

soriais (como LiDAR, câmeras ou ultrassom) e mapas previamente construídos.

ˆ Simultaneous Localization and Mapping (SLAM): quando o robô não possui um

mapa prévio, ele realiza simultaneamente o mapeamento do ambiente e a sua própria

localização.

ˆ Técnicas baseadas em visão computacional: utilizam imagens para extrair caracte-

rísticas do ambiente e realizar a correspondência com mapas ou bases de dados. É

o caso do uso de Optical Flow, Oriented FAST and Rotated BRIEF (ORB)-SLAM

ou métodos baseados em deep learning (LIU, 2022).

ˆ Métodos de classi�cação, como KNN: são aplicáveis em problemas de localização

baseada na identi�cação de padrões em dados sensoriais. Segundo Ilias et al. (2016),

�O KNN foi selecionado como algoritmo de localização devido às suas vantagens e

à sua capacidade de classi�car grandes volumes de dados não estruturados�.

2.1.5 Navegação, Planejamento de Caminho e Desvio de Obstáculos

A navegação é o processo que permite ao robô mover-se de um ponto a outro no

ambiente, tomando decisões sobre qual caminho seguir e como evitar colisões. Segundo
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Niloy et al. (2021), �A seleção da melhor rota para mover o robô móvel dentro do ambi-

ente é feita com a ajuda de uma abordagem de navegação composta por algoritmos de

planejamento de trajetória e desvio de obstáculos, que geram trajetórias em tempo real e

evitam colisões�.

O planejamento de caminho é o processo que permite ao robô calcular uma rota

adequada entre sua posição atual e um destino determinado, levando em conta o mapa

e as condições do ambiente. Esse processo normalmente combina algoritmos de planeja-

mento e técnicas de desvio de obstáculos para gerar trajetórias compatíveis com o cenário

observado.

Este processo pode ser dividido em dois níveis principais:

ˆ Planejamento global: utiliza o mapa completo do ambiente para gerar uma rota

inicial, considerando apenas obstáculos �xos. Algoritmos como A* e Dijkstra são

os mais tradicionais para esse �m.

ˆ Planejamento local: adapta a rota em tempo real, lidando com obstáculos dinâmicos

e mudanças não previstas no ambiente. Algoritmos como VFH+ (Vector Field

Histogram Plus) são amplamente utilizados (LIU, 2022).

O desvio de obstáculos faz parte do planejamento local. Ele garante que o robô

consiga reagir rapidamente a situações imprevistas, mantendo a segurança da operação e

a continuidade da trajetória planejada.

2.1.6 Desa�os e Tendências Futuras

A movimentação autônoma de robôs em ambientes internos apresenta diversos

desa�os, dentre eles:

ˆ Ausência de GPS: exige o uso de sensores e algoritmos robustos de localização e

mapeamento (NILOY et al., 2021).

ˆ Fusão de dados sensoriais: lidar com informações provenientes de diferentes sensores

e diferentes níveis de ruído (NILOY et al., 2021).

ˆ Limitações computacionais: executar algoritmos complexos, como SLAM, visão

computacional e aprendizado de máquina, em plataformas com hardware limitado.

ˆ Ambientes dinâmicos: a presença de pessoas e objetos em movimento di�culta a

manutenção de mapas precisos (LIU, 2022).

ˆ Ambiguidade espacial: ambientes com características visuais muito semelhantes po-

dem gerar erros de localização, especialmente em sistemas baseados em visão.
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As tendências apontam para o uso crescente de deep learning, algoritmos mais

robustos de SLAM, além da integração de inteligência arti�cial na cognição dos robôs,

permitindo maior autonomia e adaptabilidade.

2.2 K-Nearest Neighbors (KNN)

2.2.1 Histórico e Conceito

O algoritmo KNN é um método de aprendizado supervisionado baseado na com-

paração entre amostras. Segundo Han e Kamber (2006) e Larose (2005), sua principal

característica é classi�car novas instâncias com base nas amostras mais próximas do con-

junto de treinamento, considerando uma métrica de distância previamente de�nida. Essa

abordagem parte do princípio de que elementos semelhantes tendem a pertencer à mesma

classe.

As raízes do método remontam à década de 1960, quando seus fundamentos foram

explorados no contexto de reconhecimento de padrões; consolidações posteriores o colo-

caram como um classi�cador multiclasse não paramétrico (SILVA, 2014). Em termos de

base conceitual, Aha, Kibler e Albert (1991) enquadram o KNN dentro do guarda-chuva

do instance-based learning, no qual a generalização ocorre �tardiamente� (lazy learning):

não há uma fase de treinamento que produza um modelo explícito; o �modelo� é o próprio

conjunto de exemplos.

Essa característica distingue o KNN de métodos paramétricos � como regressões

lineares/logísticas ou redes neurais � nos quais se parte de um modelo a priori, isto é,

uma forma funcional previamente de�nida que se acredita representar o comportamento

do fenômeno observado. O processo de aprendizado, nesse caso, consiste em ajustar os

parâmetros desse modelo teórico de modo a aproximá-lo da realidade empírica. No KNN,

por outro lado, não há ajuste de parâmetros globais nem suposição de forma funcional: a

decisão é local, baseada na vizinhança do ponto a ser classi�cado.

O KNN tem sido amplamente utilizado em diversas áreas da ciência da computa-

ção, como reconhecimento de padrões, classi�cação de imagens, detecção de anomalias e

sistemas de recomendação. Em visão computacional, destaca-se pela capacidade de asso-

ciar descritores visuais a categorias conhecidas, permitindo o reconhecimento de objetos,

ambientes ou situações observadas por sensores visuais.

2.2.2 Funcionamento e Aspectos Práticos

O algoritmo KNN funciona com base na comparação de novos dados com exemplos

já conhecidos. O processo pode ser descrito em etapas:
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1. Recebe-se uma nova instância (um ponto cujas características são conhecidas, mas

cuja classe ainda não foi determinada);

2. Calcula-se a distância entre essa instância e todas as amostras do conjunto de trei-

namento (por exemplo, distância euclidiana);

3. Selecionam-se os k exemplos mais próximos dessa nova instância;

4. Para classi�cação, observa-se qual classe é mais frequente entre esses k vizinhos e

ela é atribuída ao novo ponto;

5. Para regressão, calcula-se a média (ou média ponderada pela distância) dos valores

desses vizinhos para estimar o resultado.

Esse processo caracteriza o algoritmo como lazy learner, pois não há fase de treina-

mento explícito nem ajuste de parâmetros globais; o esforço computacional concentra-se

na etapa de consulta (AHA; KIBLER; ALBERT, 1991).

Na prática, três componentes centrais in�uenciam diretamente o desempenho do

KNN:

ˆ Valor de k: Valores pequenos de k tornam o algoritmo altamente sensível a ruídos

e outliers, enquanto valores grandes podem suavizar excessivamente as fronteiras

entre classes, comprometendo a precisão. A escolha adequada é normalmente feita

por validação cruzada (LAROSE, 2005).

ˆ Métrica de distância: A seleção da métrica depende do tipo de dados. Para

vetores contínuos normalizados, a distância Euclidiana é a mais utilizada. Em dados

categóricos ou binários, distâncias como Hamming podem ser mais apropriadas

(HAN; KAMBER, 2006).

ˆ Pré-processamento: Normalização ou padronização dos atributos é essencial para

garantir que cada característica contribua de maneira equilibrada na distância cal-

culada. Além disso, técnicas de redução de dimensionalidade, como PCA, podem

melhorar o desempenho ao reduzir redundâncias e ruídos (MIRANDA, 2011).

O pipeline típico em problemas de classi�cação com KNN pode ser estruturado

da seguinte forma:

1. Coleta e preparação do conjunto de dados;

2. Extração de características relevantes (no caso de imagens, descritores como mo-

mentos de Hu, Local Binary Pattern (LBP) ou histogramas de cor);
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3. Normalização ou padronização dos vetores de características;

4. De�nição dos parâmetros (k, métrica de distância, regra de decisão);

5. Execução do algoritmo de classi�cação;

6. Avaliação do desempenho (métricas como acurácia, F1-score e matriz de confusão).

Esse �uxo garante consistência na aplicação do KNN e favorece comparações mais

robustas entre diferentes con�gurações.

2.2.3 Métricas de Distância e Normalização

Para medir a semelhança entre duas instâncias, o algoritmo KNN utiliza uma

métrica de distância, que indica o quão próximos ou diferentes os pontos estão entre

si. A escolha da métrica in�uencia diretamente o resultado da classi�cação ou regressão.

Segundo Han e Kamber (2006), diferentes medidas podem ser aplicadas conforme o tipo de

dado e o objetivo da análise. A seguir, são apresentadas as principais métricas utilizadas.

ˆ Distância Euclidiana: é a métrica mais comum. Mede a distância em linha reta

entre dois pontos em um espaço n-dimensional.

dEuc(p; q) =

vu
u
t

nX

i=1

(pi � q i )2 (2.1)

Onde:

� p e q: vetores (ou instâncias) a serem comparados;

� n: número de características (dimensões);

� p i e qi : valor da i-ésima característica de cada ponto.

A distância Euclidiana é simples e intuitiva, mas pode ser in�uenciada por diferenças

de escala entre as variáveis.

ˆ Distância Manhattan: também chamada de distância em blocos, soma as dife-

renças absolutas entre as coordenadas dos pontos.

dMan (p; q) =
nX

i=1

jpi � q i j (2.2)

Onde as variáveis têm o mesmo signi�cado da métrica anterior. Essa métrica é menos

afetada por grandes variações em um único atributo e tende a ser mais robusta a

valores extremos (outliers).
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ˆ Distância Minkowski: é uma generalização das distâncias Euclidiana e Manhat-

tan, controlada por um parâmetro r.

dMin (p; q) =

 nX

i=1

jpi � q i jr
! 1=r

(2.3)

Onde:

� r = 1 corresponde à distância Manhattan;

� r = 2 corresponde à distância Euclidiana;

� p i , qi e n mantêm o mesmo signi�cado.

ˆ Distância do Cosseno: mede o ângulo entre dois vetores, sendo útil quando o que

importa é a orientação e não a magnitude dos vetores.

dcos(p; q) = 1 �
p � q

kpkkqk
(2.4)

Onde o resultado varia entre �1 e 1, sendo 1 quando os vetores são idênticos e 0

quando são totalmente distintos. No KNN, geralmente utiliza-se 1 � similaridade

para converter essa medida em distância.

ˆ Distância de Hamming: aplicada a dados categóricos, conta o número de posições

diferentes entre dois vetores.

dHam (p; q) =
número de posições diferentes

n
(2.5)

Onde n é o número total de atributos comparados. O valor varia de 0 (iguais) a 1

(totalmente diferentes).

Antes de aplicar qualquer métrica, é comum normalizar os dados para que todas as va-

riáveis �quem na mesma escala. Sem esse ajuste, atributos com valores maiores podem

dominar o cálculo da distância. Segundo Miranda (2011), o pré-processamento é funda-

mental para uniformizar a contribuição das variáveis. A normalização mais usada é a

Min�Max, que transforma os valores para o intervalo [0; 1]:

x0 =
x � x min

xmax � x min
(2.6)

Onde:

ˆ x: valor original do atributo;

ˆ x min e xmax : valores mínimo e máximo observados;

ˆ x 0: valor normalizado.
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2.2.4 Complexidade e Otimizações

O custo de predição do KNN �puro� é O(Nd) por consulta (N amostras, d dimen-

sões), pois requer comparar com todas as instâncias. Em bases grandes, isso é crítico em

tempo real. Três frentes de otimização são comuns:

ˆ Indexação espacial: estruturas como k-d tree e ball tree aceleram buscas quando

d é moderado; para d alto (imagens), métodos aproximados (ANN) como FLANN

(MUJA; LOWE, 2009) reduzem custo mantendo boa precisão.

ˆ Redução/seleção de dimensionalidade: PCA, seleção por importância, descri-

tores compactos (ex.: ORB) melhoram qualidade e tempo (LOWE, 2004; RUBLEE

et al., 2011).

ˆ Aceleração em Graphics Processing Unit (GPU): paralelização de cálculos

massivos (CORDEIRO; MEYER; ZOLA, 2023). Em dispositivos móveis, avalia-se

o trade-o� energia/latência; em servidor, GPU ou bibliotecas como FAISS (JOHN-

SON; DOUZE; JéGOU, 2019) são alternativas.

2.2.5 Aplicação no TCC

No presente Trabalho de Conclusão de Curso (TCC), o KNN é avaliado como

técnica de classi�cação para responder à questão �Onde estou?�. A ideia é que, a partir

de imagens capturadas pela câmera do robô, sejam extraídos vetores de características

por meio da biblioteca OpenCV, normalizados e comparados com uma base previamente

mapeada de ambientes internos.

De forma simples, o processo pode ser entendido assim: cada imagem capturada

gera um vetor de características, como [0;12; 0;85; 0;44; 0;91]. Esse vetor é então com-

parado com outros já armazenados, que representam diferentes ambientes, como �labo-

ratório�, �biblioteca� e �sala de aula�. O KNN calcula a distância entre esses vetores e

identi�ca o ambiente mais semelhante (por exemplo, o robô pode reconhecer que está no

�laboratório�).

Parâmetros como o valor de k serão testados de forma empírica, buscando um

equilíbrio entre precisão e desempenho no dispositivo Android. Assim, não se de�ne um

conjunto �xo de parâmetros, mas sim uma abordagem exploratória para identi�car a

con�guração mais adequada ao caso de uso.

Além disso, o sensor de bússola será utilizado para auxiliar na captura das imagens.

Ele permitirá que o robô registre fotos em diferentes ângulos de rotação, garantindo uma

base de dados mais completa e variada para o treinamento e a avaliação do algoritmo.
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2.3 Open Computer Vision Library (OpenCV)

2.3.1 Histórico e Papel na Visão Computacional

A OpenCV surgiu em 2000 com a proposta de oferecer uma coleção abrangente de

algoritmos de visão computacional e processamento digital de imagens de alto desempe-

nho, de código aberto e multiplataforma (BRADSKI, 2000). Evoluiu para um ecossistema

com centenas de funções otimizadas, suporte a GPU em alguns módulos, integrações com

aprendizado de máquina clássico e deep learning (módulo dnn). Mantém Application

Programming Interfaces (APIs) em C++, Python e Java, além de suporte para Android

(TEAM, 2024).

A ampla adoção decorre de três fatores: desempenho prático, amplitude de funci-

onalidades e comunidade ativa, tornando-a natural para prototipagem e implantação de

pipelines de visão no dispositivo.

2.3.2 Arquitetura e Módulos Relevantes

A biblioteca é organizada em módulos, cada um responsável por um conjunto

especí�co de funcionalidades:

ˆ core: fornece as estruturas de dados fundamentais, como Mat, e operações básicas

sobre matrizes.

ˆ imgproc: concentra funções de pré-processamento, incluindo �ltros, limiarização,

transformações geométricas e detecção de contornos.

ˆ features2d: implementa algoritmos de detecção e descrição de pontos de interesse,

como SIFT, SURF e ORB.

ˆ ml: disponibiliza algoritmos de aprendizado de máquina, incluindo o KNN.

ˆ video: oferece técnicas de análise temporal, como rastreamento de objetos e �uxo

óptico.

ˆ dnn: possibilita a inferência de redes neurais treinadas em frameworks externos.

Essa modularização favorece a construção de pipelines completos de visão, desde a

captura da imagem até a classi�cação, adaptando-se a diferentes requisitos de desempenho

e robustez.
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2.3.3 Pré-processamento e Extração de Características

O pré-processamento é um passo essencial para lidar com as variações típicas

de ambientes internos, como mudanças de iluminação ou presença de ruídos. Entre as

técnicas mais utilizadas destacam-se: conversão para escala de cinza, equalização de his-

tograma, �ltragem Gaussiana e operações morfológicas (BARELLI, 2018; DOMíNGUEZ;

PASCUAL, 2017). Esses procedimentos aumentam a consistência dos dados de entrada,

reduzindo o impacto de fatores externos na etapa de classi�cação.

A extração de características pode seguir duas abordagens:

ˆ Descritores globais: capturam informações de toda a imagem, como momentos de

Hu (HU, 1962), histogramas normalizados e descritores de textura (LBP (OJALA;

PIETIKäINEN; MäENPää, 2002), Haralick (HARALICK; SHANMUGAM; DINS-

TEIN, 1973)).

ˆ Descritores locais: concentram-se em regiões especí�cas da imagem, sendo SIFT

(LOWE, 2004), SURF (BAY; TUYTELAARS; GOOL, 2006) e ORB (RUBLEE et

al., 2011) alguns dos mais populares. Esses descritores são particularmente úteis

para tarefas de reconhecimento de objetos e localização robusta.

2.3.4 Integração com Android

A integração da OpenCV em aplicativos Android pode ser feita de duas formas:

(i) via Software Development Kit (SDK) o�cial (Android Archive (AAR)), utilizando

APIs Java de alto nível, ou (ii) via Native Development Kit (NDK), permitindo acesso a

implementações em C++ de maior desempenho (SIERRA, 2021). Em ambos os casos, é

fundamental seguir boas práticas de desenvolvimento móvel:

ˆ Captura e�ciente de imagens com CameraX ou Camera2;

ˆ Processamento em threads separadas para evitar bloqueio da interface;

ˆ Reutilização de objetos Mat para reduzir overhead de memória;

ˆ Redimensionamento controlado das imagens, equilibrando custo computacional e

preservação de características relevantes.

Essas práticas garantem que os algoritmos de visão funcionem em tempo real,

mesmo em dispositivos móveis com recursos limitados.
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2.3.5 Aplicações em Robótica Indoor

Na robótica indoor, a OpenCV tem sido amplamente utilizada em tarefas como

detecção de obstáculos, segmentação de ambientes, reconhecimento de lugares e rastre-

amento de objetos (DOMíNGUEZ; PASCUAL, 2017). Em cenários de navegação autô-

noma, destaca-se sua aplicação no place recognition, onde descritores globais ou locais

permitem identi�car se o robô já visitou determinado ambiente. Além disso, técnicas de

pré-processamento auxiliam na robustez contra variações de iluminação ou presença de

objetos móveis.

O uso da biblioteca em sistemas embarcados e dispositivos móveis se deve justa-

mente à sua e�ciência e à diversidade de algoritmos disponíveis, que vão desde operações

básicas até redes neurais mais recentes.

2.3.6 Aplicação no TCC

Neste TCC, a biblioteca OpenCV será utilizada para:

1. Conversão de imagens do formato Bitmap para Mat;

2. Pré-processamento para redução de ruído e padronização;

3. Extração de descritores através de LBP;

4. Integração com o algoritmo KNN para classi�cação dos ambientes.

Espera-se avaliar diferentes combinações de descritores e estratégias de pré-processamento,

buscando conciliar precisão na identi�cação dos ambientes e e�ciência no tempo de res-

posta no dispositivo Android.

KNN e OpenCV formam um par complementar: o primeiro fornece uma regra de

decisão simples e e�caz quando munido de descritores informativos; a segunda oferece

ferramentas robustas para obter tais descritores de forma e�ciente no Android. Com nor-

malização, escolha criteriosa de k e distância, e descritores adequados (Hu/LBP/ORB),

alcança-se equilíbrio entre acurácia e tempo de resposta, central para a localização indoor

no robô móvel.

2.4 Arquitetura de Aplicações Android

Este tópico apresenta os principais conceitos sobre a arquitetura de aplicações An-

droid, que serve como base para o sistema desenvolvido neste trabalho. Compreender

como o Android organiza seus componentes e camadas de software é essencial para enten-

der de que forma o aplicativo se comunica com o robô, processa dados e executa as funções
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de controle e localização. Assim, este item traz uma visão geral da estrutura do Android

e dos elementos que formam um aplicativo, servindo de apoio para o desenvolvimento da

proposta apresentada no capítulo 3.

2.4.1 Camadas de Baixo Nível do Android

A plataforma Android é estruturada em uma arquitetura modular composta por

várias camadas, sendo cada uma delas responsável por uma função especí�ca dentro do

sistema. Essa arquitetura visa fornecer uma base estável, segura e �exível para o desen-

volvimento de aplicativos em dispositivos móveis. As principais camadas são: o kernel do

Linux, a Android Runtime (ART), a Hardware Abstraction Layer (HAL), as bibliotecas

nativas e o Framework Android.

2.4.1.1 Linux Kernel

O kernel do Linux é a camada fundamental do sistema Android, sendo responsável

por gerenciar recursos essenciais como processos, memória, arquivos, drivers de hardware

e comunicação entre componentes. O Android faz uso de uma versão personalizada do

kernel, incluindo subsistemas especí�cos como:

ˆ Binder IPC: mecanismo de comunicação entre processos usado amplamente no An-

droid para conectar componentes do sistema e aplicativos de forma segura e e�ciente.

ˆ Power Management: controle detalhado de uso de energia por meio de wakelocks e

outras políticas que otimizam o consumo da bateria.

ˆ Drivers especí�cos: para Wi-Fi, câmera, sensores, touchscreen, entre outros, que

garantem o funcionamento adequado do hardware nos dispositivos Android.

Essas modi�cações tornam o kernel adaptado às demandas energéticas, de segu-

rança e de responsividade características de sistemas embarcados móveis (DEVELOPERS,

2024a).

2.4.1.2 Android Runtime (ART)

A ART substituiu a antiga Dalvik VM a partir da versão 5.0 do sistema. Sua

principal característica é o uso da compilação Ahead-Of-Time (AOT), que converte o

bytecode dos aplicativos em código nativo no momento da instalação, resultando em ganhos

signi�cativos de desempenho.

Além da AOT, o ART também oferece:



33

ˆ Coleta de lixo otimizada, que melhora a alocação de memória e reduz pausas inde-

sejadas.

ˆ Per�s de uso: o sistema analisa como o aplicativo é utilizado e recompila apenas os

trechos mais acessados, otimizando ainda mais o desempenho e reduzindo o tempo

de instalação e atualização (DEVELOPERS, 2024b).

ˆ Compatibilidade com linguagens modernas como Kotlin, que passou a ser a lingua-

gem recomendada pelo Google a partir de 2019.

2.4.1.3 Hardware Abstraction Layer (HAL)

A HAL atua como ponte entre o framework do Android e os drivers de hardware

fornecidos por fabricantes. Cada tipo de dispositivo (câmera, sensor, GPS, etc.) possui

uma interface HAL especí�ca que de�ne os métodos necessários para que o sistema possa

utilizá-lo de forma padronizada.

A grande vantagem da HAL é permitir que fabricantes implementem suas próprias

versões de hardware sem impactar diretamente o sistema ou os aplicativos desenvolvidos

sobre ele. Com isso, o Android alcança alta portabilidade e compatibilidade entre dispo-

sitivos (DEVELOPERS, 2024d).

2.4.2 Padrões Arquiteturais em Aplicações Android

O desenvolvimento de aplicações Android modernas exige a adoção de arquiteturas

bem de�nidas, com foco em escalabilidade, testabilidade e separação de responsabilidades.

Dentre os padrões mais utilizados estão:

O Google formalizou uma proposta chamada Arquitetura Android Moderna (Mo-

dern Android Architecture), que combina os padrões MVVM ou MVI com um conjunto

de bibliotecas o�ciais do Jetpack, compondo um modelo robusto, reativo e desacoplado.

Os principais componentes dessa arquitetura incluem:

ˆ ViewModel: armazena e gerencia dados da interface mesmo após mudanças de con-

�guração;

ˆ LiveData / StateFlow: possibilitam reatividade entre a UI e a lógica de apresenta-

ção;

ˆ Repository: atua como camada intermediária entre a lógica da aplicação e as fontes

de dados (Room, Retro�t, etc.);

ˆ Room: fornece acesso seguro e e�ciente ao banco de dados SQLite;
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Quadro 1 � Comparação entre padrões arquiteturais em Android

Padrão Estrutura Principais Características
Model-View-
Controller
(MVC)

(i) Model: Dados e lógica
de negócio. (ii) View: In-
terface com o usuário. (iii)
Controller: Coordena ações
entre Model e View.

Padrão clássico. Pouco utilizado
no Android moderno por di�cul-
tar testabilidade e apresentar aco-
plamento elevado.

Model-View-
Presenter
(MVP)

(i) Model: Dados. (ii)
View: Interface. (iii) Pre-
senter: Lógica da View de-
sacoplada.

Mais testável que o MVC. Muito
utilizado antes da popularização
do MVVM e da arquitetura o�cial
do Google.

Model-View-
ViewModel
(MVVM)

(i) Model: Dados. (ii) View:
Interface. (iii) ViewModel:
Lógica da UI e estado da
tela.

Recomendado pelo Google.
Ótimo para integração com Live-
Data, StateFlow e Data Binding.
Ideal para aplicativos modernos.

Model-View-
Intent (MVI)

(i) Model: Estado imutá-
vel. (ii) View: Exibe estado
atual. (iii) Intent: Repre-
senta ações do usuário.

Fluxo unidirecional. Bastante
usado com Jetpack Compose ou
frameworks reativos como Rx-
Java.

Fonte: Elaborada pelo autor.

ˆ WorkManager / CoroutineWorker: executam tarefas assíncronas ou programadas,

mesmo com o aplicativo fechado;

ˆ Jetpack Compose (opcional): framework declarativo para construção de interfaces

modernas.

Segundo a documentação o�cial, essa arquitetura promove aplicações mais resili-

entes, testáveis e alinhadas às boas práticas de engenharia de software móvel (DEVELO-

PERS, 2024c).

2.4.3 Integração entre Aplicativos Android e Hardware Externo

Aplicações Android que interagem com hardware externo � como robôs, senso-

res, câmeras ou dispositivos customizados � podem ser construídas utilizando diferentes

estratégias de integração. Entre as abordagens mais comuns, destacam-se:

2.4.3.1 SDKs e APIs

Fabricantes de hardware frequentemente disponibilizam Software Development

Kits (SDKs) próprios para facilitar a integração com seus dispositivos. Esses SDKs podem

incluir bibliotecas Java/Kotlin, documentação técnica e exemplos de uso, permitindo que

os desenvolvedores utilizem os recursos do hardware sem precisar lidar com protocolos de

comunicação de baixo nível.
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Exemplo: câmeras Internet Protocol (IP), impressoras térmicas, dispositivos bio-

métricos e até robôs educacionais (como o LEGO Mindstorms) costumam vir com SDKs

próprios para Android.

2.4.3.2 Protocolos de Comunicação Direta

Quando não há SDKs disponíveis, os aplicativos Android podem se comunicar

diretamente com o hardware por meio da troca de dados em formato binário ou textual.

As formas mais comuns incluem:

ˆ User Datagram Protocol (UDP) ou Transmission Control Protocol (TCP)/IP: quando

o hardware está conectado via rede Wi-Fi ou Ethernet. O aplicativo pode enviar co-

mandos diretamente para o IP do dispositivo, como ocorre em sistemas de controle

remoto.

ˆ Bluetooth/Bluetooth Low Energy (BLE): protocolos amplamente usados para inte-

gração com sensores e atuadores de curto alcance.

ˆ Universal Serial Bus On-The-Go (USB OTG): para comunicação com dispositivos

que suportam conexão física direta, como Arduino, Raspberry Pi, etc.

ˆ Serial via Universal Serial Bus (USB): uso de bibliotecas como usb-serial-for-android

permite comunicação serial entre o Android e microcontroladores.

A arquitetura do sistema Android e os padrões empregados no desenvolvimento

de aplicativos são elementos fundamentais para garantir qualidade, desempenho e esca-

labilidade. Para aplicações que vão além da simples interação com o usuário � como

aquelas que controlam robôs móveis, capturam vídeo em tempo real ou se comunicam via

rede � é imprescindível um projeto arquitetônico sólido. A compreensão das camadas do

sistema, das bibliotecas de suporte e das estratégias de integração com hardware externo

oferece a base técnica necessária para a construção de soluções robustas e inovadoras no

ecossistema Android.

2.5 Robô Móvel

O robô utilizado neste trabalho teve sua origem em um projeto anterior do Instituto

Federal de Santa Catarina (IFSC) câmpus São José, apresentado no trabalho Sistema

Automatizado de Inspeção de Dutos de Sistemas de Condicionamento de Ar, por Pinho

et al. (2015). Naquela proposta, o robô foi desenvolvido para auxiliar na inspeção visual

interna de dutos de sistemas de condicionamento de ar, permitindo a movimentação do

robô em locais de difícil acesso e a transmissão de imagens para auxiliar na análise do

interior dos dutos.
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Atualmente, esse robô é utilizado em outro contexto, ele está em desenvolvimento

no projeto de extensão PJ482-2024 (Divulgação da área de telecomunicações: experimento

demonstrativo de comunicação via link simulado com satélite) do IFSC campus São José.

Seu propósito foi redirecionado para atividades de demonstração e divulgação da área de

telecomunicações, servindo como plataforma móvel experimental para testes e apresenta-

ções. É nesse cenário que se insere o aplicativo Android desenvolvido neste trabalho.

O robô utiliza como unidade principal uma BeagleBone Black executando Linux

Debian que integra controle de motores, comunicação sem �o e captura de dados em tempo

real. O chassi possui tração do tipo lagarta, com dois motores DC de 12 V controlados por

um driver TB6612FNG, garantindo tração robusta. A placa PWM PCA9685, acessada

via barramento I²C, aciona servomotores que movimentam uma antena direcional, capaz

de varrer suavemente o espaço horizontal e vertical.

No subsistema de comunicação, o robô combina múltiplas tecnologias sem �o. A

interface NRF24L01+ via SPI1 possibilita experimentos de rádio ponto a ponto, enquanto

módulos Zigbee (XBee S2C e Xiao ESP32-C6) permitem testes de redes em malha e

telemetria. Ele também pode operar como access point Wi-Fi, permitindo a conexão

direta de um smartphone controlador, que recebe vídeo em tempo real e envia comandos

de movimento e ajuste de antena. Essa arquitetura híbrida foi projetada para o estudo

de protocolos de rede e comportamento dinâmico de enlace, incluindo latência, perdas e

throughput sob condições controladas de interferência e variação de potência.

O sistema sensorial integra uma câmera digital USB voltada para aplicações de

visão computacional embarcada, possibilitando experimentos de reconhecimento de ima-

gem e rastreamento de alvos. A orientação espacial é obtida pelo módulo MPU-9250,

que combina acelerômetro, giroscópio e magnetômetro em nove eixos, fornecendo dados

para estimar o rumo (bússola) e a inclinação da antena. Esses sensores permitem avaliar

o impacto da vibração, do movimento e do ambiente eletromagnético na estabilidade da

comunicação e na precisão do apontamento. A coleta e fusão dos dados é feita em Python,

com integração via I²C e suporte a bibliotecas de processamento numérico.

A inteligência do sistema é distribuída: a BeagleBone executa o controle motor e

a aquisição dos sensores, enquanto o processamento de visão e decisão ocorre preferen-

cialmente no dispositivo remoto (celular ou notebook). Essa separação possibilita medir

o impacto da transmissão de dados multimídia e de algoritmos de Inteligência Arti�cial

(IA) sobre o desempenho e o consumo energético do robô.

O projeto, conhecido como �Satélite Simulado� ou �Landell Rover�, tem caráter

pedagógico e demonstrativo, e inclui um módulo simulador de satélite que �ca suspenso,

permitindo a comunicação robô com satélite. Também pode funcionar como laboratório

para alunos explorarem integração entre sensores, atuadores e redes, aplicando na prática

princípios de engenharia de computação, eletrônica e telecomunicações.



3 ESPECIFICAÇÕES E IMPLEMENTAÇÃO

DO SISTEMA

Neste capítulo são apresentadas as especi�cações e a implementação do aplicativo

desenvolvido. Primeiro é feita uma visão geral do funcionamento do robô em conjunto

com o aplicativo Android, destacando os �uxos principais de comandos e de vídeo. Em

seguida, é descrita a estrutura do aplicativo, incluindo a tela principal, a organização por

abas e as funcionalidades de cada uma delas. Por �m, são discutidas algumas decisões e

restrições técnicas consideradas durante a implementação, como compatibilidade com a

versão do Android, organização do código e cuidados para manter o aplicativo responsivo

durante comunicação de rede, streaming e processamento de imagens.

3.1 Visão Geral do Sistema

O sistema é composto por dois elementos principais: um robô móvel e um apli-

cativo Android responsável por enviar comandos ao robô e receber o vídeo da câmera.

O objetivo do aplicativo é permitir o controle remoto do robô (movimentação, câmera,

antena e funções do sistema) e também oferecer uma funcionalidade de reconhecimento de

ambientes internos, que responde a pergunta "onde estou?"a partir da análise de imagens.

O robô está sendo desenvolvido no contexto de um projeto de extensão (PJ482-

2024) do IFSC campus São José e tem como objetivo promover a área de telecomunicações

para a comunidade, em especial para potenciais candidatos aos cursos ofertados pelo

campus. A �gura 1 mostra como está o robô atualmente. Dentro desse projeto, este

trabalho contribui com o desenvolvimento de um aplicativo Android que amplia as formas

de interação com o robô, oferecendo uma interface de controle remoto e apoio a testes e

demonstrações.

Para viabilizar essa integração, o robô disponibiliza um protocolo de comunica-

ção baseado em mensagens JSON mini�cadas. Os comandos são recebidos via rede,

interpretados e respondidos conforme a documentação. Este recurso permite ampla com-

patibilidade, inclusive com aplicativos Android, pois não depende de uma plataforma

especí�ca.

Conforme mostra a �gura 1, o aplicativo trabalha com dois �uxos principais:

ˆ Fluxo de comandos: o usuário interage com os controles na interface, o aplicativo

monta uma mensagem de comando e envia ao robô via conexão Transmission Control

Protocol (TCP). O protocolo de aplicação utilizado organiza os comandos em um
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formato de mensagem JSON mini�cado com módulo e ação, e o robô retorna uma

resposta indicando sucesso ou erro da operação.

ˆ Fluxo de vídeo: o robô fornece um streaming Motion Joint Photographic Experts

Group (MJPEG) em tempo real e o aplicativo exibe os frames na tela principal,

permitindo que o usuário acompanhe o que o robô �está vendo� durante os movi-

mentos. No protocolo, existe inclusive um módulo especí�co para iniciar e parar o

streaming de vídeo.

Figura 1 � Fluxos entre aplicativo e robô

Fonte: Elaborada pelo autor.

Além disso, existe um módulo de autonomia no aplicativo com duas ações: Mapear

ambiente e Onde estou?. No mapeamento, o usuário de�ne um nome para o ambiente e

fornece quatro imagens (Norte, Leste, Sul e Oeste). No �onde estou?�, o usuário fornece

novamente quatro imagens e o sistema compara com os ambientes já salvos para estimar

o ambiente mais provável. Para facilitar testes, essa etapa foi feita de forma que a fonte

das imagens possa ser trocada: hoje as imagens vêm da galeria do smartphone, mas a

intenção é que depois elas possam vir diretamente dos frames do vídeo do robô, sem

precisar alterar a lógica principal do reconhecimento.

Do ponto de vista do usuário, os principais casos de uso do aplicativo são:

ˆ Con�gurar os parâmetros de rede do robô (IP/domínio e portas) e iniciar a conexão.

ˆ Controlar a movimentação do robô (frente, ré, esquerda, direita e parada), com

ajuste de velocidade.

ˆ Controlar a câmera do robô, tanto por movimentação contínua quanto por posici-

onamento absoluto (pan/tilt), incluindo a opção de centralizar (pan = 90° e tilt =

90°).
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ˆ Controlar a antena do robô por posicionamento (pan/tilt), iniciar varredura com-

pleta e obter informações de posição e Link Quality Indicator (LQI).

ˆ Executar comandos gerais do sistema (por exemplo, parada de emergência e leitura

de bússola).

ˆ Iniciar/parar o serviço de streaming e visualizar o vídeo do robô na tela principal.

ˆ Mapear um ambiente interno a partir de quatro imagens, salvando os descritores

localmente.

ˆ Estimar o ambiente atual comparando novas imagens com a base já mapeada.

Os detalhes de interface e funcionamento de cada funcionalidade são apresentados

nas seções a seguir.

3.2 Especi�cações Funcionais do Aplicativo

O aplicativo foi desenvolvido em Kotlin, que é linguagem de programação nativa

para Android. A interface grá�ca foi feita com Extensible Markup Language (XML).

A tela principal foi organizada para concentrar o vídeo e, ao mesmo tempo, separar os

controles em abas. Cada aba lida com um contexto de controles diferentes.

3.2.1 Tela Principal e Navegação

A MainActivity é a base do aplicativo. Ela possui uma MaterialToolbar no topo,

uma ImageView dedicada para exibição do vídeo MJPEG e um conjunto ViewPager2 +

TabLayout para navegação entre as funcionalidades. Com isso, o usuário consegue ver

o vídeo o tempo todo e alternar entre os controles de tração, câmera, antena, sistema e

autonomia apenas trocando de aba, como mostra a �gura 2a.

Na própria Toolbar existe um ícone de con�gurações que abre uma bottom sheet.

Nela, o usuário informa os parâmetros de rede do robô (Internet Protocol (IP) ou domínio,

porta TCP de comandos e porta Hypertext Transfer Protocol (HTTP) de vídeo), conforme

�gura 2b. Ao salvar, essas informações são armazenadas no SharedPreferences do Android

para facilitar o uso nas próximas execuções. A partir dessas con�gurações, o aplicativo

consegue estabelecer a comunicação de comandos e iniciar o �uxo de vídeo.

3.2.2 Fragments de Controle

Os controles do robô foram separados em quatro abas (fragments) principais, cada

uma focada em um contexto especí�co:
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Figura 2 � Tela principal e con�gurações de rede

(a) Tela principal do aplicativo com vídeo (b) Bottom sheet de con�gurações de rede

Fonte: Elaborada pelo autor.

1. TractionControllerFragment: responsável pelos comandos de movimentação do robô

(tração), como deslocamento e giros. Também possui a con�guração de velocidade

de tração do robô. Esse conjunto de comandos aparece no protocolo como um

módulo especí�co de tração. A interface pode ser vista na �gura 2a.

2. CameraControllerFragment: responsável pelo controle de pan/tilt da câmera. O

protocolo também prevê comandos tanto de movimento contínuo (através das setas)

quanto de ajuste absoluto de ângulo, o que facilita implementar diferentes modos

de controle na interface. A tela pode ser vista na �gura 3a.

3. AntennaControllerFragment: responsável pelo controle de pan/tilt da antena através

de comandos de movimento absoluto de ângulo, início de varredura completa e

obtenção de informações relacionadas, como o LQI. A interface pode ser vista na

�gura 3b.

4. SystemControllerFragment: concentra comandos mais gerais do sistema, como pa-

rada geral (parada de emergência), parada de vídeo e leitura da bússola. A interface

pode ser vista na �gura 3c.

3.2.3 Fragment de Autonomia

O AutonomyControllerFragment é o fragment responsável pelo reconhecimento de

ambientes. A interface pode ser vista na �gura 3d. Ele possui dois botões:
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Figura 3 � Fragments do aplicativo

(a) CameraControl-
lerFragment

(b) AntennaControl-
lerFragment

(c) SystemControl-
lerFragment

(d) AutonomyCon-
trollerFragment

Fonte: Elaborada pelo autor.

ˆ Mapear ambiente: abre um �uxo onde o usuário informa o nome do ambiente e

seleciona quatro imagens da galeria do smartphone. Elas são interpretadas na ordem

Norte -> Leste -> Sul -> Oeste. Depois disso, o aplicativo processa essas imagens

com OpenCV para extrair descritores e salva os dados localmente associados ao

nome do ambiente. No �m do processo, as imagens são descartadas para otimizar

consumo de memória do aplicativo.

ˆ Onde estou?: abre um �uxo onde o usuário seleciona quatro imagens atuais, o

aplicativo extrai descritores e realiza a classi�cação comparando com os ambientes

já mapeados, retornando o ambiente mais provável. Nesse �uxo, os descritores das

imagens selecionadas não são salvos, eles são usados apenas para a classi�cação.

Essa parte foi organizada de tal maneira que, futuramente, permita a substituição

da seleção de imagens na galeria pelas imagens vindas do streaming de vídeo do robô.

3.3 Especi�cações Não Funcionais e Restrições

Além das funções do aplicativo, algumas decisões foram tomadas por questões

práticas de implementação, testes e desempenho.

Em relação à compatibilidade, o aplicativo foi desenvolvido para ser compatível

com Android 13 (Application Programming Interface (API) 33) ou superior. Essa escolha
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foi feita para simpli�car integrações utilizadas no projeto, como a seleção de imagens e

a parte de permissões, além de evitar a necessidade de lidar com muitas variações de

comportamento presentes em versões mais antigas do Android.

Uma das decisões principais foi deixar o módulo de reconhecimento de ambientes

independente da fonte das imagens. Isso ajuda a testar mais rápido (por exemplo, repe-

tindo o mesmo conjunto de imagens) e também facilita a evolução do projeto, já que a

mesma lógica pode receber imagens de outra origem depois, como frames do streaming.

Outra preocupação foi manter o aplicativo responsivo. O sistema envolve comuni-

cação de rede, exibição de vídeo e processamento de imagens com OpenCV. Por isso, as

etapas mais pesadas (como extração de descritores, leitura/gravação de dados e classi�ca-

ção) precisam ser executadas fora da thread principal, evitando travamentos na interface.

Também foi considerada a organização do código para facilitar manutenção e tes-

tes. Como existem várias funcionalidades (tração, câmera, antena, sistema e autonomia),

a separação por fragments ajuda a manter responsabilidades claras. Do lado do reconhe-

cimento, a ideia é permitir mudanças rápidas, como troca de extrator de descritores ou

alteração do parâmetro k do K-Nearest Neighbors (KNN), sem precisar reescrever o �uxo

inteiro.

3.4 Arquitetura e Organização do Código do Aplicativo

Para organizar o código e evitar que regras de negócio �cassem misturadas com a

interface, o aplicativo foi estruturado seguindo o padrão Model-View-ViewModel (MVVM).

A ideia principal desse padrão é deixar a interface (Activity/Fragments) mais simples,

enquanto o ViewModel concentra as decisões de �uxo, chamadas para repositórios e atu-

alização do estado exibido na tela.

No aplicativo, a tela principal (MainActivity) �ca responsável por con�gurar os

componentes visuais (Toolbar, ImageView do vídeo e navegação por abas). Cada aba

é um Fragment com uma responsabilidade especí�ca (tração, câmera, antena, sistema

e autonomia). Esses fragments disparam ações no ViewModel e observam mudanças de

estado através de LiveData.

O ViewModel foi escolhido porque ele mantém dados de interface e lógica de or-

questração de forma desacoplada da Activity/Fragment, e também porque ele é mantido

enquanto o �dono� do ciclo de vida existir, ajudando a evitar perda de estado em mudan-

ças de con�guração (DEVELOPERS, 2025c).

3.4.1 Padrão MVVM e Responsabilidades

As responsabilidades �cam separadas assim:
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Figura 4 � Diagrama de classes simpli�cado do aplicativo

Fonte: Elaborada pelo autor.

ˆ View (MainActivity e Fragments): mostra os componentes na tela, recebe cliques/en-

tradas do usuário e chama métodos do ViewModel. Também observa LiveData para

atualizar a interface (por exemplo, atualizar o frame do vídeo na ImageView, mostrar

mensagens de feedback, habilitar/desabilitar botões, etc.).

ˆ ViewModel (MainViewModel): centraliza o controle de �uxo da tela. Ele expõe

estados por LiveData e contém métodos que iniciam operações como: conectar,

iniciar vídeo, parar vídeo, enviar comandos e executar operações de autonomia

(mapear ambiente e localizar ambiente). O ViewModel também é responsável por

transformar resultados (sucesso/erro) em algo que a interface consiga mostrar.

ˆ Model/Camada de dados (Repositories e Managers): a camada de dados concentra

o acesso às partes �externas� do aplicativo, como rede (socket de comandos, stream

de vídeo) e persistência (preferências e dados de ambientes). No projeto, por exem-

plo, existe um manager para preferências (SharedPreferences) e repositórios para

comunicação/persistência de dados.

ˆ Camada de domínio (UseCases/operações): para a parte de autonomia, a regra

de negócio (extrair descritor, salvar, carregar e classi�car) �ca em classes próprias

(UseCases), que recebem repositórios e extratores por composição. Isso ajuda a

manter o código mais separável e facilita testar/trocar partes sem mexer no restante.

A comunicação entre ViewModel e interface é feita usando LiveData, que é um tipo

de dado observável e �ciente� do ciclo de vida da Activity/Fragment. Isso reduz problemas

de atualizar a tela quando ela não está em um estado ativo (DEVELOPERS, 2025a).
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Figura 5 � Arquitetura MVVM

Fonte: Elaborada pelo autor.

3.4.2 Programação Assíncrona

Como o aplicativo realiza comunicação de rede, recebimento de stream de vídeo

e também processamento de imagens (OpenCV), várias operações podem ser demora-

das. Por isso, o projeto utiliza RxJava para lidar com tarefas assíncronas, combinando

chamadas e controlando em qual thread elas executam.

Na prática, a separação costuma seguir esta lógica:

ˆ Thread de Input/Output (I/O): operações de rede e disco. Por exemplo, envio de

comandos e recebimento de respostas, escrita e leitura de dados em armazenamento

não volátil.

ˆ Thread de Computation: operações pesadas de processamento. Por exemplo, extra-

ção de descritores das imagens com o OpenCV.

ˆ Thread principal: operações de atualização de interface. Por exemplo, cliques de

botões e feedbacks de sucesso ou falha de operações.

Além disso, para evitar vazamento de memória e manter o controle do ciclo de

vida das assinaturas, o ViewModel utiliza um CompositeDisposable. No RxJava, quando

uma operação é assinada (subscribe), ela retorna um Disposable, que é basicamente uma

referência usada para �cancelar� aquela assinatura quando ela não for mais necessária.

O CompositeDisposable funciona como um contêiner desses Disposables, permitindo des-

cartar todos de uma vez (por exemplo, quando o ViewModel é destruído), evitando que
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